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ÖN SÖZ 

Üretken yapay zekâ ve büyük dil modellerinin ortaya çıkışı ve kullanımındaki artış uygulama 

geliştirme biçimlerinde dönüşüme neden olmuş, bu dönüşüm açık kaynak modellerin, veri 

kümelerinin, değerlendirme sonuçlarının ve uygulamaların paylaşılabildiği ekosistemler araştırma 

ile uygulama arasındaki mesafeyi kısaltmıştır. Hugging Face platformu bu ekosistemlerden 

biridir. Platform modellere erişimden, veri hazırlamaya, yerel çıkarımlardan yönetilen servislere 

ve etkileşimli uygulamalara kadar geniş bir çalışma alanı sunar. 

Bu kitapta Hugging Face platformunda bulunan Hub, Transformers, Tokenizers ve Datasets 

araçları, gömme modelleri, anlamsal arama ve getirmeyle zenginleştirilmiş üretim (Retrieval-

Augmented Generation, RAG) mimarisi bütüncül bir öğrenme hattıyla işlenmiştir. Son kısımda 

RAG uygulamasında bu bileşenlerin bir araya getirildiği bir çalışma örneklenmiştir. 

Kitapta kullanılan kod örnekleri, görseller ve şemalar eğitim ve açıklama amacıyla 

sunulmaktadır. Üretim ortamına geçmeden önce model ve veri lisansları incelenmeli, erişim 

belirteçleri güvenli biçimde yönetilmeli, kişisel veriler için mevzuat ve politikalar 

uygulanmalıdır. Kitabın biçimsel düzenlemesinde, dil ve anlatım iyileştirilmesinde yapay zekâ 

araçlarından yararlanılmıştır. 
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1. YAPAY ZEKÂ VE AÇIK MODEL EKOSİSTEMİ 

1.1 Yapay Zekâdan Üretken Yapay Zekâya 

Algılama, örüntü tanıma, tahmin yapma, karar desteği sağlama ve dil işleme gibi geniş bir 

araştırma alanına sahip olan yapay zekâ, insan zekasıyla ilişkilendirilen işlevlerin hesaplamalı 

sistemlerle gerçekleştirilmesini amaçlar. Yapay zekânın araştırma alanı içinde makine öğrenmesi 

ve derin öğrenme yer almaktadır. Makine öğrenmesi sistemlerin veriden örüntü öğrenmesine 

dayanırken, derin öğrenme çok katmanlı yapay sinir ağları aracılığıyla veriden hiyerarşik 

öğrenme yaklaşımını kapsar (Janiesch vd., 2021; Jutel vd., 2023). Büyük dil modelleri bu 

hiyerarşi içinde token dizileri üzerinden olasılıksal modelleme yapan yüksek kapasiteli sinir 

ağları olarak yer alır. Kavramlara ait sınıflandırma Tablo 1’de verilmiştir. 

Tablo 1. Kavramlar ve işlevleri 

 

Üretken yapay zekâ önceki sınıflandırmalardan öğrenilen veri dağılımına dayanarak yeni metin, 

görüntü, ses ve kod üretebilmesi yönünden ayrışmaktadır (Wang vd., 2026). Bir sınıflandırıcı 

girdinin hangi kategoriye ait olduğunu belirlerken, üretken dil modeli en olası token hangisidir? 

sorusunu tekrarlı yanıtlar. Basit görünen bu durum, yeterli veri, model kapasitesi ve 

hesaplamaların birleşmesiyle birlikte özetleme, soruları yanıtlama, çeviri, kod üretimi gibi 

yetenekleri destekleyebilir (Chowdhery vd., 2022). 

1.2 Transformer Mimarisi ve Büyük Dil Modelleri 

Transformer mimarisi yinelemeli ağlara dayanmadan dizide bulunan öğeler arasındaki ilişkilieri 

attention mekanizmasıyla modellerken (Vaswani vd., 2017), self-attention her token için diğer 

tokenlarla ilişkiyi bağlama göre ağırlıklandırır.  

Transformer ailesindeki modeller encoder-only, decoder-only ve encoder-decoder olmak üzere üç 

mimariyle açıklanmaktadır. Encoder-only modeller girdinin iki yönlü temsilini öğrenerek 

sınıflandırmada, retrival ve benzeri anlama, decoder-only modeller bir sonraki tokenı tahmin 

ederek metin üretmede, encoder-decoder modeller ise girdiyi kodlayıp ayrı bir üreticiyle çıktı 

oluşturmada öne çıkarmaktadırlar (Rahali ve Akhloufi, 2023; Raffel vd., 2019).  
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Eğitim verisinin kapsamı, temizliği, tokenizer tasarımı, bağlam uzunluğu, mimari ayrıntılar ve 

eğitim hedefi büyük dil modelinin davranışını belirler. Aynı parametreye sahip iki model dil 

kapsamı, akıl yürütme, donanım gereksinimi ve güvenlik davranışları bakımından farklılık 

gösterebilir (Chang vd., 2024; Ouyang vd., 2022). 

1.3 Açık Kaynak, Açık Model, Açık Ağırlık 

Geleneksel açık kaynak yazılımda kaynak kodunun incelenmesi, değiştirilmesi ve lisans koşulları 

içinde yeniden dağıtılması en temel ölçütlerdir. Yapay zekâ sistemlerinde sadece kod değil, 

model ağırlıkları, mimari tanım, eğitim ve değerlendirme kodu, eğitim verisi, veri oluşturma 

süreci de sonuç üzerinde etkili olmaktadır. Bu nedenle açık sözcüğü hangi bileşenin erişilebilir 

olduğu belirtilerek kullanılmalıdır (Basdevant vd.,2024; Liesenfeld ve Dingemanse, 2024).  

Açık ağırlıklı modeller ağırlıkları indirilerek yerel olarak çalıştırılabilir ancak bu durum modeli 

açık kaynak olarak tanımlamaz, çünkü eğitim verisi açıklanmamış ve lisans kısıtlaması olabilir. 

Birçok sistem open source olarak sunulsa da open weight niteliği taşımakta ve sağlayıcılar eğitim 

verileri ve ince ayar verileri hakkında bilgi saklayabilmektedir. Bazı lisanslarda ticari kullanım, 

türev model geliştirme veya çıktılarla sonraki modelleri geliştirme gibi kullanımlar 

sınırlandırılabilmektedir (Liesenfeld ve Dingemanse, 2024; White vd., 2024). 

Açık kaynak yapay zekâ, sistemi inceleme, kullanma, değiştirme ve paylaşma özgürlüğüyle bu 

değişiklikleri anlamlı hale getirecek yeterli bilgi ve bileşen erişimini gerektirir. Bu çerçevede 

açıklık tek bir özelliğe değil, kod, veri, ağırlık, teknik belgelendirme, erişim yöntemi ve lisans 

koşullarının beraber değerlendirilmesine dayanır (Open Source Initiative, 2024). 

Bir modelin değerlendirilmesinde aşağıdaki soruların birlikte yanıtlanması yararı artıracaktır. 

1. Model ağırlıkları indirilebiliyor mu ve hangi biçimde sunuluyor? 

2. Lisanslama model kullanımı, değiştirme, ticari kullanım ve yeniden dağıtım için ne 

söylüyor? 

3. Eğitim verileri veya veri kaynakları yeterince belgelenmiş mi? 

4. Eğitim ve değerlendirme kodu erişilebilir mi? 

5. Sınırlılıklar, riskler, hedeflenen ve hedeflenmeyen kullanım alanları model kartında 

açıklanmış mı? 

Model kartları modelin kullanım bağlamını, performans değerlendirmesini, sınırlılıklarını, ilgili 

riskleri görünür kılar ve bunun için standartlaştırılmış belgeleme araçlarıdır. Model kartlarında 

model tarihi, sürümü, türü, lisansı ve eğitim verisi bilgisi yer almaktadır. Yüksek etkili alanlarda 

modellerin hangi bağlamlarda uygun olduğu ve hangi bağlamlarda dikkat gerektirdiği böylelikle 

daha açık hale gelmektedir (Mitchell vd., 2019). 
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1.4 Açık Ekosistemlerin Değeri ve Sınırları 

Açık ekosistemler araştırmacı ve geliştiricilere modelleri karşılaştırma, yeniden üretme, alan 

verileriyle özelleştirme ve yerel çıkarım kurma olanağı sağladığından tam eğitim ve 

değerlendirme çerçevelerinin, günlüklerin, yapılandırmaların ve açık model ağırlıklarının 

paylaşımı yararı artırır. Kapalı API’lerin yalnızca giriş çıkış düzeyindeki görünürlüğü yanında, 

açık ve yapılandırılmış erişimli model iç temsillerinin, aktivasyonların ve müdahale noktalarının 

incelenmesini daha öğretici hale getirirken toplulukların quantization, ince ayar, değerlendirme 

araçları ve çıkarım altyapılarında katmanlı bilgi ve araç üretmelerine destek sağlar. Kurumsal 

çalışmalarda ise yerelde işlemlerin yapılması veriyi üçüncü taraf geliştiriciye göndermeden 

kullanım olanağı sağlar ve mahremiyet, veri yönetişimi, operasyonel özerkliğin desteklenmesini 

olanaklı kılar (Fiotto-Kaufman vd., 2024; Wolfe vd., 2024).  

Açıklık her zaman doğruluk, güvenlik veya düşük maliyet anlamına gelmemektedir. Açık 

modellerin yanlış ya da zararlı çıktılar üretebileceği göz ardı edilmemelidir, açık modeller bias 

azaltılmasında kapalı modellere göre geride kalabilir, düşük maliyetli GPU bulmak zor olabilir ve 

bu sebeple yeterli hızda çıkarımlar yapılamayabilir. Risk yönetimi ağırlık açıklığıyla bağlantılı 

olmanın yanında açık ağırlıklı modellerin keyfi olarak değiştirilebildiği, gözetimsiz yayılabildiği 

ve yüksek riskli alanlarda güvenli kullanım konusunda endişeler olabileceğinden araştırma 

yöntemi, değerlendirme ve veri süreçlerinin açıklığına da bağlıdır (Tayachi vd., 2026; Wolfe vd., 

2024). 

1.5 Model Yaşam Döngüsü ve Hugging Face’e Geçiş 

Yapay zekâ uygulamaları veri edinme, veri hazırlama, model seçimi, model eğitilmesi, 

değerlendirme, dağıtım, izleme ve güncelleme aşamalarından oluşan yaşam döngüsüne sahiptir. 

Döngü aşamaları arasında Huggig Face, Hub ve ona bağlı olan kütüphanelerle ortak bir dil kurar 

(Ait vd., 2023; Ait vd., 2024). Hugging Face ortamında model kimliği ve revision kaynağı, model 

kartı kullanım koşullarını temsil ederken transformers yükleme ve çıkarım kodunu, datasets veri 

hattını, spaces ise etkileşimli gösterimi temsil eder (Jiang vd., 2023; Hussain vd., 2024). Bu 

açıdan Hugging Face model indirme ortamı olmaktan çıkarak sürümlenebilir iş birliği katmanı 

olarak konumlandırılır (Ajibode vd., 2024).  
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2. HUGGING FACE EKOSİSTEMİNE GİRİŞ 

2.1 Hugging Face Nedir? 

Hugging Face makine öğrenmesi modellerini, veri kümelerini ve uygulamaları barındıran Hub ve 

bu içeriklerle çalışmayı kolaylaştıran açık kaynak kütüphanelerden oluşan, içeriklerin önemli 

bölümünün herkese açık olduğu bir ekosistemdir. Hub özel depolar, organizasyonlar, erişim 

rolleri ve yönetilen çıkarım hizmetleriyle kurumsal iş birliğini destekler. Güncel resmî 

belgelendirme Models, Datasets ve Spaces’ın yanında Storage Buckets, Jobs, Inference 

Providers/Endpoints ve Agents gibi başlıkları da aynı ekosistemde ele alır (Hugging Face, t.y.-f). 

Hub uzaktaki dosya, metadata ve sürüm altyapısını barındıran platformu temsil eder, 

Transformers kütüphanesi ise yerel Python ortamında çalışan bir yazılım paketidir. Bir model 

Hub’dan indirilip internet bağlantısı olmadan yerel olarak çalıştırılabilirken kullanıcı model 

ağırlıklarını hiç indirmeden bir çıkarım sağlayıcısı üzerinden API çağrısı da yapılabilmektedir.  

Kurulu paketlerin sürümlerini kaydetme 

 
2.2 Hub’ın Temel İçerik Türleri 

2.2.1 Models 

Model depoları ağırlık dosyalarını, yapılandırmayı, tokenizer varlıklarını, üretim ayarlarını ve 

model kartını bir arada tutar. Model sayfasındaki görev etiketi, kütüphane bilgisi, dil, lisans, 

dosya biçimi ve değerlendirme sonuçları seçim sürecini hızlandırabilir ancak popülerlik veya 

indirme sayısı kalite ölçütü değildir. Kalitenin ölçülmesi için modelin hedef dil, alan ve görev 

üzerinde denenmesi gerekir. 
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Şekil 2.1. Model kataloğunda görev, dil, kütüphane ve lisans filtrelerinin örnek görünümü. 

Model ağırlıkları safetensors, PyTorch, ONNX veya başka biçimlerde sunulabilir. Safetensors 

yalnızca tensör verisini yüklemeyi amaçlayan ve keyfî kod çalıştırma riskini azaltan bir biçimdir, 

yine de bütün deponun güvenilir olduğu varsayılmamalıdır.  

2.2.2 Datasets 

Datasets yani veri kümesi depoları ham veya işlenmiş veri dosyalarını, veri kümesi kartını ve 

yükleme yapılandırmalarını içerir. Veri kümeleri CSV/JSON gibi basit dosyalardan Parquet gibi 

analitik biçimlere kadar farklı biçimlerde tutulabilirken veri kümesi kartı, kaynağı, lisansı, dil ve 

görev bilgisini, toplama/etiketleme sürecini, kişisel veri ve önyargı risklerini açıklayacak şekilde 

düzenlenmiştir. Veri kümeleri eğitim için kullanılabileceği gibi RAG bilgi tabanı, karşılaştırma 

kümesi veya değerlendirme seti gibi farklı gereksinimlere sahip kullanımlar için düzenlenebilir. 

2.2.3 Spaces 

Gradio ve Streamlit tabanlı uygulamalar, statik HTML siteleri ve Docker tabanlı servislerin 

desteklendiği spaces, makine öğrenmesi uygulamalarını tarayıcı üzerinden sergilemek ve 

paylaşmak için kullanılan uygulama depolarıdır. Space’in kaynak kodu depo içinde sürümlenir, 

donanım, gizli değişkenler ve çalışma ayarları Space yapılandırması üzerinden yönetilir. Spaces 

prototip ve gösterim için çok değerlidir ancak uykuya geçme, soğuk başlatma, kalıcı disk, 

donanım kotası ve eşzamanlılık gibi çalışma koşulları üretim gereksinimleriyle ayrıca 

karşılaştırılmalıdır. 
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2.3 Hub’ın Güncel Hizmet Katmanları 

Hugging Face ekosistemi, Git tabanlı depoların ötesinde farklı depolama ve çalışma biçimleri 

sunar, bu bileşenlerin birbirinin yerine geçmediğini bilmek mimari hataları önlemeye yardımcı 

olur. 

Tablo 2. Bileşenler  

 
Hub depoları sürüm geçmişi ve iş birliği gerektiren dosyalar için, Storage Buckets ise Git geçmişi 

gerektirmeyen değiştirilebilir büyük nesneler için tasarlanmıştır (Hugging Face, t.y.-k). Benzer 

biçimde Inference Providers, uygun modelleri birden çok sağlayıcı üzerinden ortak arayüzle 

çağırmaya odaklanırken Inference Endpoints belirli bir model için adanmış altyapı sağlar. Resmî 

InferenceClient, sağlayıcılar, adanmış uç noktalar ve OpenAI uyumlu yerel sunucular arasında 

benzer istemci desenleri kullanılmasına imkân verir (Hugging Face, t.y.-j). Jobs seçilen uzak 

CPU veya GPU donanımında komut ve betik çalıştırmaya yönelik yönetilen hesaplama hizmeti 

olarak düzenlenmiştir (Hugging Face, t.y.-g). 

2.4 Temel Açık Kaynak Kütüphaneler 

Tablo 3. Kütüphaneler 
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2.5 Kurulum ve Kimlik Doğrulama 

Temel çalışma ortamı sanal alan içinde kurulabilir: 

 
Güncel huggingface_hub paketiyle gelen komut satırı aracının adı hf’dir, oturum açma ve kimlik 

kontrolü şu şekilde yapılır (Hugging Face, t.y.-a): 

 
Erişim belirteci kaynak koda yazılmamalı, ekran görüntüsünde paylaşılmamalı ve Git deposuna 

gönderilmemeli, yerel geliştirmede oturum açma veya ortam değişkeni, Spaces’ta ise Secrets 

alanı kullanılmalıdır. İşlem için gereken en düşük yetki seçilmeli, farklı projeler için ayrı 

belirteçler oluşturulmalı ve sızdığı düşünülen belirteç hemen iptal edilmelidir. 

 
Şekil 2.2. Erişim belirteci (access token) oluşturma akışı 

 

2.6 Entegre Proje Akışı 

Bir Hugging Face projesi doğrusal değil, yinelemeli ilerler. Önce Hub üzerinde görev, dil, lisans 

ve donanım ölçütlerine uygun model adayları bulunur sonra küçük bir doğrulama kümesi 

üzerinde yerel veya uzaktan çıkarım denenir, veri datasets ile hazırlanır, gerekiyorsa model 

uyarlanır, deney artefaktları ve model kartı depoya yüklendikten sonra uygulama Space veya bir 

API olarak paylaşılır. 
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RAG projesinde akış daha farklı işler. Üretici modelin yanında gömme modeli, belge işleme hattı 

ve vektör veritabanı da seçilmelidir. Bu nedenle “en iyi model” arayışından önce sistem 

düzeyindeki gereksinimler yazılmalıdır çünkü yanıt doğruluğu yalnızca üretici modelden değil, 

veri kalitesi, parçalama, getirme, istem ve kaynak sunumundan etkilenir. 

 
Şekil 2.3. Hugging Face projelerinde yinelemeli akış 
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3. HUGGING FACE HUB: MODEL, VERİ KÜMESİ VE DEPO YÖNETİMİ 

3.1 Depo Yapısı, Git ve Xet 

Hub’daki model, veri kümesi ve Space içerikleri Git tabanlı depolarda tutulur. Bu yapı commit 

geçmişi, diff, branch, tag ve pull request gibi sürüm denetimi kavramlarını makine öğrenmesi 

artefaktlarına taşır. Büyük tensör ve veri dosyaları klasik yazılım depolarından farklı ihtiyaçlar 

doğurduğu için Hub güncel altyapısında büyük dosyaları parça düzeyinde tekilleştiren Xet 

depolama katmanını kullanmaktadır (Hugging Face, t.y.-i, t.y.-q). 

Model deposunda sık karşılaşılan dosyalar Tablo 4’te verilmiştir. 

Tablo 4. Hub dosyaları 

 
Her dosya her modelde bulunmaz. Dosya adlarına bakarak model davranışı hakkında kesin 

hüküm verilmemeli kütüphane, yapılandırma ve model kartı birlikte okunmalıdır. 

3.2 Revision ve Yeniden Üretilebilirlik 

from_pretrained() varsayılan olarak deponun güncel ana dalını kullanır ve bu ana dal değiştiğinde 

aynı kod farklı dosyaları indirebilir. Deneysel yeniden üretilebilirlik için model ve veri kümesi 

belirli bir tag veya commit kimliğine bağlanmalıdır. 

Depoyu belirli bir revision ile yerel önbelleğe alma 

 
allow_patterns yalnız gerekli dosyaları indirir, revision değeri deney kaydında model kimliğiyle 

birlikte saklanmalıdır. 
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Şekil 3.1. Bir model deposunda dosyalar, commit açıklamaları ve revision bilgisinin örnek 

görünümü 

3.3 Model Kartını Okuma Stratejisi 

Model kartları, model raporlamasını standartlaştırmak ve hedef kullanım, performans, sınırlılık 

ve etik hususları görünür kılmak için önerilmiştir (Mitchell vd., 2019). Hub’da model kartı 

çoğunlukla README.md içindeki YAML metadata ve açıklama bölümlerinden oluşur (Hugging 

Face, t.y.-h). Sistematik inceleme için aşağıdaki beş soru sorulabilir. 

1. Kimlik ve köken: Modeli kim yayımladı? Temel model ve eğitim zinciri nedir? 

2. Amaç ve kapsam: Hangi görev, dil, alan ve kullanıcı kitlesi hedeflenmiştir? 

3. Lisans: Ticari kullanım, türev model ve yeniden dağıtım koşulları nelerdir? 

4. Kanıt: Hangi veri kümeleri ve ölçütlerle değerlendirilmiştir ve sonuçlar karşılaştırılabilir 

mi? 

5. Risk: Sınırlılıklar, önyargılar, güvenlik notları ve hedeflenmeyen kullanımlar belirtilmiş 

mi? 

Ölçüt sonuçları bağlamsız karşılaştırılmamalıdır. Farklı istemler, veri bölmeleri, quantization 

düzeyleri veya değerlendirme paketleri aynı adlı metriği bile karşılaştırılamaz hâle getirebilir. 
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Model kartındaki sonuç aday belirlemek için kullanılabilir ancak yerel doğrulama testinin yerini 

tutmaz. 

 
Şekil 3.2. Bir Hub model sayfasının tipik anatomisi 

3.4 Veri Kümesi Kartı ve Veri Yönetişimi 

Veri kümesi kartı veri kaynağı, toplama süreci, lisans, dil, görev, bölümler, önyargılar ve kişisel 

veri riskleri gibi bilgileri belgelemelidir. Hub üzerinde veri kartı README.md dosyasıyla, 

keşfedilebilir metadata ise YAML alanlarıyla oluşturulur (Hugging Face, t.y.-b). Datasheets for 

Datasets yaklaşımı veri kümelerinin motivasyon, bileşim, toplama, ön işleme, dağıtım ve bakım 

boyutlarıyla belgelenmesini gerektirir (Gebru vd., 2021). 

RAG bilgi tabanında her belge için en az kaynak kimliği, başlık, bölüm, sürüm veya yayın tarihi, 

erişim düzeyi, dil, belge türü, içerik özeti/etiketi ve güncelleme zamanı metadata alanları yer alır. 

Kişisel veri veya erişim kontrollü içerik için yalnızca “private repo” kullanmak yeterli bir 

yönetişim modeli olamamakta, erişim yetkisi, saklama süresi, loglama ve silme süreçleri de 

birlikte tasarlanmalıdır. 

3.5 Public, Private ve Gated Depolar 

Public depo içeriğin genel olarak görülebildiği depo türü, private depo yalnızca yetkilendirilmiş 

kullanıcı veya organizasyon üyelerine açık olan depo türü, gated depo ise kullanıcıdan koşulları 

kabul etme veya erişim talebi gönderme gibi ek bir adım isteyen depo türüdür.  

Bir deponun public olması verilerin telif, kişisel veri veya güvenlik açısından sorunsuz olduğu 

anlamına gelmez. Tersine private depo da yanlış yapılandırılmış erişim, paylaşılan belirteç veya 

uygulama logları nedeniyle veri sızıntısı yaşayabileceğinden güvenlik için kimlik, yetki, veri 

minimizasyonu, denetim ve olay müdahalesi bütüncül değerlendirilmelidir. 
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3.6 HF ile İndirme ve Sürüm Sabitleme 

Güncel komut satırı aracı tek dosya, seçili dosyalar veya tüm depo için indirme yapabilir. Model 

dışındaki depo türleri --repo-type ile belirtilir, --revision seçeneğiyle belirli sürüme bağlanılır 

(Hugging Face, t.y.-a): 

 
--dry-run, özellikle büyük modellerde hangi dosyaların indirileceğini ve yaklaşık veri hacmini 

görmeyi sağlarken disk alanı sınırlı sistemlerde ağırlık parçaları, hassasiyet ve dosya biçimi 

indirme öncesinde incelenmelidir. 

3.7 Python ile Hub Metadata 

HfApi model dosyalarını indirmeden metadata incelemeyi sağlar. 

 
Uygulama lisans veya dil bilgisinin eksik olabileceğini hesaba katılarak düzenlenmelidir. 

Metadata alanının bulunmaması kısıtlama olmadığı anlamına gelmez, belirsizlik olarak 

işaretlenerek yayımlayıcı belgesi incelenmelidir. 

3.8 Model Seçim Matrisi 

Model seçimi yapılırken aynı hedef veri üzerinde aynı istem ve çıkarım ayarları karşılaştırmalı 

olarak denenmelidir (Tablo 5).  
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Tablo 5. Model ölçütleri 

 
Güçlü bir sohbet modeli zayıf bir retrieverı telafi edemezken iyi bir gömme modeli de yanlış 

parçalanmış veya güncel olmayan belge koleksiyonunu düzeltemez. Bu nedenle RAG için üretici 

model ile gömme modeli ayrı matrislerle değerlendirilmelidir. 
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4. TRANSFORMERS KÜTÜPHANESİ: ÖNCEDEN EĞİTİLMİŞ MODELLERLE 

ÇALIŞMA 

4.1 Önceden Eğitilmiş Model Yaklaşımı 

Modellerin eğitilmesi hesaplama, uzmanlık ve büyük verileri işleme yetkinliği gerektiren bir 

durumdur. Önceden eğitilmiş modeller büyük verilerle öğrenilen temsilleri yeni görevlerde 

doğrudan kullanmayı veya modeli daha küçük bir veriye uyarlamayı sağlayabilir. Transformers 

Kütüphanenin tasarımında model tanımı, yapılandırma ve ön işleme bileşenlerinin 

from_pretrained() deseniyle yüklenebilmesi önemlidir. Kütüphane metin, görüntü, ses ve çok 

kipli modelleri ortak PreTrainedModel ve işlemci soyutlamaları altında birleştirir. (Wolf vd., 

2020; Hugging Face, t.y.-n). 

Önceden eğitilmiş modeller hedef görevde hazır ve güvenilir model olarak algılanmamalı, seçilen 

model sınıfı ilgili görevle örtüşmelidir. En uygun modelin seçimi için eğitim dili, model 

talimatları, sınıflandırma başlığı gibi model özellikleri dikkatle incelenmelidir. 

Tablo 6. Model sınıfları 

 

4.2 pipeline() ile Hızlı Çıkarım 

pipeline() ilk denemeler, model keşfi ve küçük veri üzerinde hızlı doğrulama için tercih edilebilen 

farklı görevlerde tokenizer/işlemci, model ve çıktı son işleme adımlarını tek arayüzde birleştiren 

bir araçtır. 
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Şekil 4.1. Metin sınıflandırma örneğinin terminal çıktısı 

Sonuçları güven eşiğiyle raporlama 

 
Eşik değeri evrensel değildir, hedef veri üzerinde doğrulanmalı ve belirsiz sonuçların nasıl ele 

alınacağı önceden tanımlanmalıdır. 

 
Pipeline çıktısındaki etiketin anlamı model kartından doğrulanmalı, LABEL_0 veya LABEL_1 

gibi genel etiketler, olumlu/olumsuz sınıfını açıklamayacağı unutulmamalıdır. Skor mutlak güven 
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olasılığı olarak yorumlanmamalıdır. Dağılım değişimi ve kalibrasyon sorunları nedeniyle hedef 

veride ayrıca değerlendirme gerekeceği dikkate alınmalıdır. 

Pipeline kullanımı ayrıntılı kontrol gerektiren durumlarda sınırlı kalabilmektedir. Özel toplu 

işleme, ara temsil çıkarımı, dinamik padding, özel kayıp hesabı veya hassas üretim ayarları için 

tokenizer ve model doğrudan kullanılarak denenmelidir. 

4.3 AutoTokenizer ve AutoModel 

Auto sınıfları, deponun config.json bilgisinden uygun somut sınıfı seçer böylece aynı kod deseni 

farklı mimari ailelerinde kullanılabilir. 

 
Farklı tokenizer kullanmak vocabulary boyutu, özel token kimlikleri ve token parçalama biçimi 

uyuşmazlıklarına yol açabileceğinden modelin ve tokenızerın aynı depodan yüklenmesi en 

güvenilir yaklaşımdır. İnce ayarlanmış bir modelde temel modelin tokenizerı kullanılacaksa 

model kartındaki açıklama doğrulanmalıdır. Ayarlamalardan model.eval(), dropout gibi eğitim 

davranışlarını çıkarım moduna alır, torch.inference_mode() ise gradyan izlemeyi kapatarak bellek 

ve hesaplama yükünü azaltır. Bu iki işlem farklı amaçlara hizmet eder ve güvenilir çıkarım 

kodunda birlikte kullanılırlar. 

4.4 Tokenizer–Model Veri Akışı 

Veri akışı ham metnin doğrudan modele verilmesiyle gerçekleşmez. İlk olarak tokenizer metni 

token kimliklerine ve gerçek tokenlarla padding konumlarını ayıran attention_mask dizisine 

dönüştürür. Model de bu tensörlerden göreve özgü çıktılar üretir. Modelin çıktısı, sınıflandırma 

görevlerinde sınıflara ait ham puanlar, dil modelleme görevlerinde tokenlara ait ham puanlar veya 

encoder modellerinde her tokenın bağlamsal temsilini içeren last_hidden_state olabilir. 
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Token temsillerinin pooling yöntemi normalizasyon, eğitim hedefi ve sorgu-belge biçimi gömme 

kalitesini etkiler. last_hidden_state tensörünün varlığı doğrudan kaliteli cümle gömmesi elde 

edildiği anlamına gelmez.  

4.5 Aygıt Yerleşimi, Veri Türü ve Bellek 

Model belleği kabaca parametre sayısı ile parametre başına bayt sayısının çarpımına bağlıdır. 

Ancak KV cache, ara aktivasyonlar, çalışma alanları ve framework yükü toplam kullanımı artırır. 

FP32 dört, FP16/BF16 yaklaşık iki bayt kullanırken 8-bit ve 4-bit quantization ağırlık belleğini 

azaltabilir.  

Güncel Transformers kullanımında modelin uygun aygıtlara yerleştirilmesi için accelerate gibi ek 

bağımlılıklar gerektiren device_map="auto" ve modelin kaydedilmiş veri türünü izlemek için 

dtype="auto" kullanılabilir. 

 
Her donanım her veri türünü aynı verimlilikte desteklemez, BF16 desteği, GPU mimarisi ve 

backend’e bağlıyken Apple Silicon’da MPS, NVIDIA sistemlerde CUDA, genel sistemlerde CPU 

kullanılabilir. Fakat modelin bütün işleçleri hedef backendde desteklenmeyebileceğinden 

donanım seçimi gerçek giriş uzunluğu ve eşzamanlı kullanıcı sayısıyla ölçülmelidir. 

4.6 Güvenli Model Yükleme 

Hub’dan model yüklerken aşağıdaki uygulamalara dikkat etmek riski azaltabilir. 

• Güvenilen yayımlayıcı ve model kartı tercih edilir. 

• Mümkünse safetensors ağırlıkları kullanılır. 

• Revision commit kimliğiyle sabitlenir. 

• trust_remote_code=True yalnızca özel kod incelendikten sonra etkinleştirilir. 

• Bağımlılıklar kilitlenir ve izole ortam kullanılır. 

• Tokenlar kod, notebook çıktısı ve loglardan uzak tutulur. 

trust_remote_code=True depodaki Python kodunun yerel ortamda çalıştırılmasına izin verebilir. 

Sentence Transformers belgeleri de bu seçeneğin yalnızca güvenilen ve kodu okunmuş depolar 

için açılmasını önerir (Sentence Transformers, t.y.-c).  

4.7 Sık Hatalar ve Tanılama 

Sık yapılan hatalar ve olası çözümler aşağıda belirtilmiştir. 
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Boyut uyuşmazlığı: Tokenizer vocabulary boyutu veya sınıf başlığı model ağırlıklarıyla uyumlu 

değildir, depo ve revision doğrulanmalıdır. 

Bellek taşması: Sorun yalnızca ağırlık boyutundan kaynaklı olmayabilir, girdi uzunluğu, batch 

boyutu, veri türü ve model boyutu birlikte azaltılabilir.  

Yanlış aygıt: Token tensörleri ve model farklı aygıtlarda konumlanmıştır. Girdiler modelin 

aygıtına taşınmalı veya dağıtılmış yerleşimin gerektirdiği akış izlenmelidir. 

Beklenmeyen etiketler: id2label yapılandırması ve model kartı incelenmelidir. 

Gated erişim hatası: Kullanıcı erişim koşullarını kabul etmelidir. Geçerli belirteçle oturum 

açılmalı ve modelin lisansına uyulmalıdır. 
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5. TOKENLEŞTİRME VE METİN İŞLEME 

5.1 Token Nedir? 

Dil modelleri metni tamsayı kimliklerden oluşan token dizileri olarak işlerler. Token, tam bir 

sözcük, sözcük parçası, noktalama işareti, boşlukla ilişkili bir parça veya bayt düzeyli bir birim 

olabilir. Tokenizer metni işlerken önce kurallarına göre işler sonra her tokenı vocabulary içindeki 

kimliğe dönüştürür. Her modelde giriş uzunluğu ve maliyet token sayısıyla ilişkilendirilerek 

hesaplanır. Tokenizerlarda aynı metin farklı sayılarda ve farklı sınırlarla parçalanabildiği için 

ölçümler yapılırken modelin kendi tokenizerının kullanılması gerekir.  

 

5.2 Token Hattının Bileşenleri 

Hugging Face Tokenizers, tokenleştirmeyi tek bir bölme işlemi yerine normalizer, pre-tokenizer, 

tokenization modeli, post-processor ve decoder bileşenlerinden oluşan bir hat olarak tanımlar 

(Hugging Face, t.y.-l). 

1. Normalizer: Unicode normalizasyonu, küçük harfe dönüştürme veya aksan işleme gibi 

dönüşümleri yapar. 

2. Pre-tokenizer: Boşluk ve noktalama gibi kurallarla aday bölme sınırları oluşturur. 

3. Model: BPE, WordPiece veya Unigram gibi algoritmayla alt sözcük tokenlarını seçer. 

4. Post-processor: Özel başlangıç/bitiş tokenlarını veya cümle çiftlerinin yerleşimini ekler. 

5. Decoder: Token dizisini okunabilir metne geri dönüştürür. 

Normalizasyon sırasında özgün karakter konumlarının izlenmesi tokenın ham metindeki aralığına 

dönülebilmesini sağlar. Bu özellik adlandırılmış varlık tanıma, metin vurgulama ve alıntı konumu 

belirleme gibi görevlerde önemli rol oynar. 

5.3 Alt Sözcük Yaklaşımları 

5.3.1 Byte Pair Encoding (BPE) 

BPE, başlangıçtaki küçük birimlerden hareketle veride sık görülen komşu çiftleri yinelemeli 

olarak birleştirir. Alt sözcük birimleri nadir sözcükleri parçalayarak vocabulary’nin sınırlı 

tutulmasını ve bilinmeyen sözcük sorununun azaltılmasını sağlar. Sennrich, Haddow ve Birch 

(2016), nadir sözcüklerin alt sözcük birimleriyle ele alınmasının sinirsel makine çevirisine 

katkısını göstermiştir. 
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BPE’nin eğitim verisindeki sıklıklara duyarlılığı nedeniyle hedef dilin eğitim verisinde az temsil 

edilmesi eklemeli yapıların daha çok parçalanmasını sağlayabilir. Bu durum bağlam penceresinde 

daha fazla token tüketimine ve daha uzun çıkarım süresine yol açabilir. 

5.3.2 WordPiece 

WordPiece de birleştirme seçiminin yalnızca ham çift sıklığına değil, dil modelleme amacıyla 

ilişkili bir skora dayandığı alt sözcük birimlerini kullanır.  

5.3.3 Unigram ve SentencePiece 

Unigram yaklaşımı büyük bir aday parça kümesiyle başlayıp olasılıksal modele daha az katkı 

sağlayan parçaları azaltırken SentencePiece, metni önceden sözcüklere ayırmayı zorunlu 

kılmadan ham cümleler üzerinde BPE veya Unigram modeli eğitebilen dil bağımsız bir yaklaşım 

sunar (Kudo ve Richardson, 2018). Boşlukların açık sembollerle temsil edilmesi sözcük 

sınırlarının model içinde yeniden kurulabilmesini sağlar. 

5.3.4 Byte-Level Yaklaşımlar 

Byte-level tokenlaştırma metni UTF-8 baytlarına dayanarak işleyebildiği için teorik olarak her 

karakter dizisini temsil edebilir ve bilinmeyen token gereksinimini azaltır. Bu bazı dillerde daha 

uzun diziler ve insan gözüyle okunması zor token gösterimlerine sebep olabilir.  

Tablo 7. Yaklaşımların özellikleri 

 

5.4 Vocabulary, Kimlikler ve Özel Tokenlar 

Vocabulary token dizeleri ile tamsayı kimlikleri arasındaki eşlemeyi gerçekleştirir. Token kimliği 

model parametrelerindeki gömme tablosunun satırını seçer ve özel tokenlar sıradan metin 

parçalarından cümle başlangıcı/sonu, padding, bilinmeyen birim, maskeleme veya sohbet rolü 

sınırları gibi farklı işlevler taşır.   

Özel token eklemek yalnızca tokenizerı değiştirmekle tamamlanmaz, modelin gömme matrisi de 

yeniden boyutlandırılmalı ve yeni vektörler eğitilmelidir. Bu yüzden hazır bir modele rastgele 

özel token eklemek modelin yeni işareti anlamasını sağlamaz. 
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model_max_length değeri bazı tokenizerlarda pratik bir model sınırı yerine çok büyük bir 

sentinel değer olabilir, gerçek bağlam kapasitesi model yapılandırması ve model kartıyla 

doğrulanmalıdır. 

5.5 Padding, Truncation ve Attention Mask 

Padding aşağıdak kodda örneklendiği üzere kısa dizilere dolgu tokenı ekler, truncation sınırı aşan 

dizileri keser, attention mask gerçek tokenlar ile dolguyu ayırır. 

 
Sabit max_length değeri tanımlı görev için daha kısa sınır içerebilir, modelin fiziksel sınırına eşit 

olmak zorunda değildir. Daha kısa sınır bellek ve hız avantajı sağlayabilir ama truncation sessiz 

bilgi kaybı yaratabileceğinden, kaç örneğin ve hangi bölümünün kesildiği ölçülmelidir. Cümle 

çiftlerinde only_first veya only_second gibi stratejiler göreve göre seçilebilir. 

5.6 Fast Tokenizers ve Offset Mapping 

Rust tabanlı hızlı tokenizerlar toplu tokenleştirmeyi hızlandırır ve desteklenen modellerde her 

tokenın özgün metindeki karakter aralığını veren offset mapping üretebilirler. 

 
Offsetler normalizasyon ve pre-tokenization kurallarıyla ilişkilendirilirler. Bir tokenın görünen 

dizesi yerine offset aralığı kullanmak, arayüzde doğru metin parçasını vurgulamak için daha 

güvenilirdir. 

5.7 Türkçe Token Verimliliği 

Türkçe eklemeli bir dil olduğundan tek bir gövdeye çok sayıda ek bağlanabilir ya da eğitim 

verisinde Türkçe azsa uzun sözcükler birçok alt parçaya ayrılabilir. Bu durum aynı anlamı taşıyan 

Türkçe metnin başka bir dile göre daha fazla token tüketmesine neden olabilir. Sonuç yalnızca dil 
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ailesine değil, tokenizer vocabulary’sine ve eğitim verisine bağlıdır ve her model için ölçümler 

yenilenmelidir. 

 
Türkçe uygulamada model seçerken yalnızca genel benchmark sonucu değil token/sözcük oranı, 

hedef terimlerin parçalanması, yazım hatalarına dayanıklılık ve gerçek sorgulardaki getirme 

başarısı birlikte incelenmelidir. 

5.8 Tokenleştirme ve RAG Parçalama 

RAG sisteminde parçalama tokenizerla birlikte tasarlanmalıdır. Karakter sayısıyla oluşturulan eşit 

uzunlukta iki parça üretici veya gömme tokenizerında çok farklı token sayısına sahip 

olabileceğinden, gömme modelinin maksimum giriş uzunluğu ile üretici modelin bağlam 

penceresi farklılık gösterebileceğinden uzun parça gömme sırasında kesilebilir, çok kısa parça ise 

gerekli bağlamı kaybedebilir. 

İyi bir parçalama stratejisi başlık ve paragraf sınırlarını mümkün olduğunca korur, gömme 

modelinin tokenizerıyla token sayısını denetler, örtüşmeyi otomatik doğru kabul etmez ve 

doğrulama kümesinde test eder, kaynak kimliği ve konum metadata’sını her parçaya taşır ve 

tablo, madde listesi, mevzuat maddesi gibi yapıları özel kurallarla işler. 

Parça boyutu modelin sabit bir özelliği olarak değil top-k değeri, yeniden sıralama stratejisi ve 

üretici modelin bağlam bütçesiyle birlikte değerlendirilip ayarlanması gereken bir sistem 

hiperparametresi olarak ele alınmalıdır. 
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6. HUGGING FACE DATASETS 

6.1 Veri Kümesinin Rolü 

Bir modelin başarısını yalnızca mimari değil veri kaynağı, temsil dengesi, etiket kalitesi, sızıntı, 

kişisel veri, telif ve güncellik sonuçları da doğrudan etkiler. Hugging Face Datasets, veri 

dosyalarını belleğe bütünüyle yüklemeden verimli erişim, tür bilgisi, dönüşüm, önbellekleme ve 

Hub entegrasyonunu sağlar (Hugging Face, t.y.-c). 

Bir projede en az üç veri rolü kullanılmalıdır (Tablo 8). 

Tablo 8. Veri rolleri 

 
Aynı belgenin veya neredeyse aynı örneğin eğitim ve test bölmelerine girmesi performansı yapay 

olarak yükseltir. RAG değerlendirmesinde de değerlendirme sorularının geliştirme sırasında 

sürekli kullanılması teste uyum riski oluşturacağından geliştirme ve nihai test kümeleri 

ayrılmalıdır. 

6.2 Dataset ve DatasetDict  

Dataset sütunlu bir veri tablosunu, DatasetDict train, validation ve test gibi bölmeleri, 

IterableDataset ise örneklerin sırayla akıtıldığı yapıyı temsil eder. Sınıf etiketlerini ClassLabel, 

ses/görüntü alanlarını özel Feature türleriyle tanımlamak veri hatalarını erken yakalamaya yardım 

eder. 

 
Bir Dataset nesnesi Python listesine benzese de sütunlu depolama ve önbellekleme davranışları 

farklıdır. Büyük dönüşümlerde satır satır Python döngüsü yerine map() ve batch işleme 

kullanılabilir. 

6.3 Hub ve Yerel Dosyalardan Yükleme 

Hub’daki bir veri kümesi kullanılacak yapılandırma ve veri bölümü belirtilerek verilen örnek 

kodlara göre yüklenebilir. 
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Yerel CSV veya JSON/JSONL dosyaları paketlenmeden de kullanılabilir. 

 
JSONL biçiminde her satır bağımsız bir JSON nesnesidir ve dosya kodlaması, tarih/sayı 

biçimleri, boş değerler ve sütun türleri yükleme sonrasında doğrulanması şartıyla büyük verinin 

akışla işlenmesini kolaylaştırır.  

6.4 map(), filter() ve Batch İşleme 

map(), her örneğe veya örnek batch’ine bir dönüşüm uygulayarak yeni sütun/satır üretebilir, 

filter() ise koşulu sağlayan örnekleri tutar. Resmî belgeler map() işlevinin batched kullanımda bir 

batch’ten farklı sayıda çıktı üretmesine de izin verdiğini gösterir. Bu özellik uzun metinleri 

parçalara ayırmada kullanılabilir (Hugging Face, t.y.-d). 

 
Datasets, dönüşümlerin parmak izlerine dayalı önbellekleme yapabilir. Fonksiyon değiştiği hâlde 

eski önbelleğin kullanıldığından şüpheleniliyorsa parmak izi ve cache davranışı incelenmeli, 

önbellek gelişigüzel silinmeden önce olası neden belirlenmelidir. 

6.5 Tokenleştirme ve Dinamik Padding 

Eğitim verisi tokenlaştırılırken bütün örnekleri sabit maksimum uzunluğa doldurmak gereksiz 

bellek tüketimine yol açar.  
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Uzun belgelerin işlenmesinde, yalnızca kırpma (truncation) uygulamak yerine kayan pencere 

yaklaşımının veya belgenin yapısına uygun bir parçalama yönteminin kullanılması daha 

uygundur. 

6.6 Streaming ve Büyük Veri 

streaming=True veri dosyalarını bütünüyle indirmeden örnekleri akışla işlemeyi sağlar ve 

IterableDataset döndürür. Bu yaklaşımdan disk alanı sınırlı olduğunda ilk örnekleri hızlı 

incelemek veya çok büyük veri üzerinde tek/az geçişli işlem yapmak için yararlıdır (Hugging 

Face, t.y.-e). 

 
Streaming rastgele erişim ve bazı dönüşümler bakımından klasik dataset ile aynı değildir ve ağ 

bağlantısı, yeniden deneme, veri revision’ı ve işlem sırası yeniden üretilebilirliği etkiler.  

6.7 Veri Kümesi Kartı, Lisans ve Etik 

Veri kümesi kartı, dosya biçimini tarif etmesinin yanında amaç, kaynak, veri toplama, etiketleme, 

bölmeler, kişisel veri, bilinen önyargılar, lisans, bakım ve önerilen kullanımı açıklamalıdır. Hub 

veri kümesi kartında bulunan license, language, task_categories ve size_categories gibi metadata 

alanları keşfedilebilirliği destekler (Hugging Face, t.y.-b). 

Web’de erişilebilir bir metin otomatik olarak model eğitimine veya yeniden dağıtıma açık 

olmadığından kullanım hakkı, içerik sahibinin beklentisi, kişisel veri ve kurumsal politika ayrıca 

değerlendirilmelidir. Hassas veri mümkünse toplanmamalı, gerekli olduğunda minimizasyon, 

anonimleştirme, erişim kontrolü ve silme planı uygulanmalıdır. 

6.8 RAG İçin Veri Hazırlama 

RAG bilgi tabanında veri hazırlama şu sırayla yürütülebilir; 

1. Kaynak envanteri ve yetki durumu oluşturulur, 

2. Dosyadan metin çıkarılır; taranmış belgelerde OCR kalitesi doğrulanır, 

3. Başlık, liste, tablo ve madde yapısı korunarak temizlik yapılır, 
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4. Belge yapısına duyarlı parçalama uygulanır, 

5. Her parçaya kaynak, sayfa/bölüm, sürüm, tarih ve erişim etiketi eklenir, 

6. Yinelenen veya çok benzer parçalar denetlenir, 

7. Örnek sorgular ve ilgili parça etiketleriyle doğrulama kümesi oluşturulur. 

 

 
Şekil 6.1. Veri kümesi satırları, bölümleri ve özelliklerinin örnek Dataset Viewer görünümü 
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Eksik alanları ve yinelenen kayıtları denetleme 
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7. BÜYÜK DİL MODELLERİ VE HUGGING FACE ÜZERİNDE KULLANIMI 

7.1 Dil Modelleme ve Mimari Aileler 

Nedensel dil moelleri önceki dizilimlere bağlı kalarak bir sonraki birim (token) için olasılık 

dağılımını öğrenir ve metin üretimi esnasında her adımda sözcük (vocabulary) dağarcığı 

üzerindeki ham skorları (logit) hesaplar. Belirlenen örnekleme stratejisine göre bir örnekleme 

seçilir ve mevcut dizinin sonuna ekler. Diyalog yürütme, metin özetleme, kod üretme gibi 

karmaşık yeteneklerin temelinde bu ardışık tahmin mekanizması yer almaktadır.   

Modellerin kullanım amaçlarını yalnızca kodlayıcı (encoder-only), yalnızca çözücü (decoder-

only) ve kodlayıcı-çözücü (encoder-decoder) şeklindeki mimari ayrımı belirler. Encoder-only 

modeller girdi metninin tamamını bağlamsal olarak temsil ederek metin sınıflandırma veya varlık 

ismi tanıma görevlerinde etkin kullanılırlar. Decoder-only modeller, sodan sağa otoregresif 

üretim yapar. Bu modeller günümüzdeki güncel sohbet modellerinin büyük çoğunluğunda 

kullanılmaktadır. Encoder-decoder modeller ise metinden metine dönüşüm işlerinde oldukça 

başarılıdır. Bu mimaride girdi ayrı bir temsilde kodlanarak yeni bir çıktı dizisi üretilir.  

Bahsedilen model mimarileri performan üzerinde etkili olsa da tek başlarına belirleyici unsur 

olarak değerlendirilemezler. Performans üzerinde eğitim verisinin niteliği, tokenizasyon 

yönetimi, bağlam penceresinin uzunluğu, eğitim sonrası hizalama süreçleri bütüncül olarak 

etkilidir.  

7.2 Ön Eğitim ve Eğitim Sonrası Uyarlama 

Ön eğitim (pre-training) dil modellemelerinde çok büyük metin koleksiyonları kullanılarak genel 

örüntünün öğrenilme aşamasıdır. Bu aşamada denetimli talimat ayarıyla görev talimatı ve ideal 

yanıt örnekleriyle kullanıcının talimatlarını modelin daha iyi izlemesi sağlanır. Eğitim sonrası 

yöntemler birden çok yanıt arasındaki insan veya sentetik tercihlerin model davranışına 

yansıtılmasını hedefler. 

RAG ve ince ayar kavramları bu bağlamda farklılık gösterir. RAG model parametrelerini 

değiştirmeden çalışma anında harici bilgi sağlar, inde ayar ise model davranışını veya alan 

örüntülerini parametrelere işler. Kurumsal bir yönergenin sık güncellenen tarihini öğrenmek için 

ince ayar yerine RAG daha yönetilebilirken, sabit sınıflandırmalar için uyarlamaların tercih 

edilmesi doğru seçim olacaktır. 

7.3 Base, Instruct ve Chat Modeller 

Base model: Temel dil modelleme hedefiyle eğitilmiş modeldir.  

Instruct model: Talimat–yanıt örnekleriyle uyarlanmıştır.  

Chat model: Çoğunlukla instruct modelin mesaj rolleri, sohbet şablonu ve çok turlu diyalog 

düzeniyle kullanılabilen biçimidir. 
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7.4 Chat Template ve Mesaj Rolleri 

Sohbet modelleri system, user ve assistant mesajlarını model ailesine göre değişen özel kontrol 

tokenlarıyla bekler. Aynı mesaj listesi bir modelde [INST] sınırlarıyla, başka bir modelde farklı 

başlangıç/bitiş işaretleriyle biçimlenebilir. Yanlış şablon performansı ciddi biçimde düşürebilir, 

bunu önlemek için şablon tahmini elle tahmin yerine tokenizerın apply_chat_template() yöntemi 

kullanılarak yapılmalıdır (Hugging Face, t.y.-m). 

 
Şablon metin olarak üretildikten sonra yeniden tokenlaştırılacaksa özel tokenların iki kez 

eklenmemesine dikkat edilmeli, apply_chat_template(..., tokenize=True) kullanımını güvenli bir 

yol olarak kullanılmalıdır (Hugging Face, t.y.-m). 
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Şekil 7.1. Mesajlar ve üretim parametrelerini birlikte gösteren çıkarım arayüzü örneği 

7.5 Üretim Stratejileri ve Parametreler 

Üretim parametreleri model bilgisini değil olasılık dağılımından token seçme biçimini değiştirir. 

Tekrarlanabilir ve yaratıcı üretim ayarlarını ayırma 

 

Tablo 9. Parametreler 
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Bilgiye dayalı RAG yanıtlarında genellikle düşük çeşitlilik ve açık kaynak kullanımı beklenir ve 

do_sample=False iyi bir başlangıçtır. Yaratıcı yazmada örneklemeler tercih edilebilirken aynı 

tohum kullanılsa bile farklı donanım, kernel, quantization veya kütüphane sürümü bit düzeyinde 

aynı sonucu vermeyebilir. Giriş ve çıkışın toplam uzunluğuyla ilişkili yeni üretilen miktarı açıkça 

belirtmek için max_new_tokens tercih edilebilir, kullanım öncesi üretim stratejileri ve geçerli 

parametreler model/kütüphane belgelerini doğrulamayı unutmamak gerekir (Hugging Face, t.y.-

o). 

7.6 Bağlam Penceresi ve Konum Etkisi 

Bağlam penceresi, modelin tek üretim çağrısında işleyebildiği toplam token kullanımını ifade 

eder ve bu kullanımı sistem mesajı, konuşma geçmişi, kullanıcı sorusu, getirilen belgeler ve 

üretilecek çıktı paylaşır. Model kartında büyük bir bağlam uzunluğu yazması, bütün konumların 

eşit etkili kullanılacağı veya uzun bağlamın doğru hatırlanacağı anlamına gelmemektedir. Uzun 

girdilerde bilginin ortada kalması performansı düşürebilir (Liu vd., 2024). Bir RAG sisteminde 

bağlam, olabildiğince çok parça ekleme yaklaşımıyla değil parçaların yeniden sıralanması, 

tekrarların azaltılması ve önemli kanıtların kaynaklarla sunulması yaklaşımıyla oluşturulmalıdır. 

7.7 KV Cache 

Decoder-only model her yeni tokenda önceki tokenların attention anahtar ve değerlerini yeniden 

hesaplamak yerine KV cache içinde saklar, bu durum ardışık üretimi hızlandırırken bağlam 

uzunluğu, batch boyutu, katman ve attention ile büyüyen yapı sebebiyle ek bellek tüketimi 

gerektirebilir. Model ağırlıklarını 4-bit’e indirmek model belleğini azaltır ancak KV cache 

belleğini aynı oranda azaltmayabilir. Uzun bağlamlı servislerde kapasite belirlemesinde 

eşzamanlı kullanıcı sayısı, ortalama giriş ve çıktı tokenları, KV cache veri türü ve sunucu 

zamanlama stratejisi yük testiyle ölçülmelidir, yalnızca modelin GPU’ya sığması tek başına ölçüt 

olamaz. 

7.8 Sayısal Hassasiyet ve Quantization 

FP32, FP16 ve BF16 kayan noktalı sayısal veri formatlarını ifade ederken, 8-bit ve 4-bit 

quantization model ağırlıklarının daha düşük bit duyarlılığıyla temsil edilmesini sağlayan 

sıkıştırma tekniklerini kapsar. Quantization, model boyutunu ve bellek gereksinimini 

azaltabilirken kalite, hız ve donanım uyumluluğu kullanılan yönteme göre değişiklik gösterir. 

Transformers güncel dokümantasyonu bitsandbytes, AWQ ve başka yöntemleri farklı 

donanım/özellik desteğiyle listeler (Hugging Face, t.y.-p). QLoRA 4-bit quantization ile 

parametre verimli uyarlamanın büyük modeller için bellek avantajını ortaya koyar (Dettmers vd., 

2023). Quantization sonucu görev bağımlıdır, genel bir perplexity farkı Türkçe RAG yanıtının 

kaynak sadakatini tek başına göstermez, hedef veri üzerinde getirme sabit tutularak yanıt 

doğruluğu, alıntı desteği, gecikme ve bellek birlikte ölçülerek test edilmelidir. 
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7.9 Yerel ve Yönetilen Çıkarım 

Yerel çıkarım, Inference Providers ve Inference Endpoints üç temel dağıtım deseni olarak aşağıda 

açıklanmıştır. 

1. Yerel çıkarım: Ağırlıklar kurum veya kullanıcı donanımında çalışır, veri denetimi 

yüksektir, donanım ve bakım sorumluluğu kullanıcıdadır. 

2. Inference Providers: InferenceClient aracılığıyla uygun model farklı sağlayıcılarda 

çağrılabilir. Prototipleme hızlıdır, model/sağlayıcı uygunluğu, fiyat ve veri akışı 

doğrulanma gerektirir. 

3. Inference Endpoints: Belirli model için yönetilen adanmış uç nokta sağlanır. Üretim 

ölçeği ve özel erişim için uygundur ancak hizmet maliyeti ve bölge gereksinimleri 

incelenmelidir. 

Güncel InferenceClient sohbet tamamlama için chat_completion() ve OpenAI uyumlu 

client.chat.completions.create() biçimlerini destekler. Sağlayıcıların görev ve model desteği 

değişebildiğinden model açıkça belirtilmeli ve güncel destek listesi kontrol edilmelidir (Hugging 

Face, t.y.-j). 

7.10 RAG İçin Üretici Model Seçimi ve Raporlama 

RAG üretici model seçiminde Türkçe talimat izleme, bağlama sadakat, abstention, bağlam 

uzunluğu, chat template, lisans, donanım, gecikme ve dağıtım seçeneği birlikte ele alınması 

gereken unsurlardır. Genel sohbet puanı yerine aynı getirilen parçalarla kontrollü deneyler 

yapılmalıdır. Model kimliği ve revision, model türü, lisans, tokenizer, chat template kullanımı, 

veri türü/quantization, çıkarım backend’i, üretim parametreleri, donanım veya sağlayıcı, test 

tarihi ve değerlendirme kümesi bilgileri dikkatle değerlendirilmelidir. 
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8. GÖMME MODELLERİ VE ANLAMSAL ARAMA 

8.1 Gömme ve Vektör Uzayı 

Gömme (embedding), hedef görev bakımından benzer girdileri vektör uzayında yakın konumlara 

yerleştirmeyi amaçlayan, ayrık girdilerin sabit boyutlu sayısal vektöre dönüştürülmesidir. Bir 

cümle gömme modeli, metni üretmez, arama, kümeleme, benzerlik veya sınıflandırma için temsil 

eder. Sentence-BERT cümleleri ayrı ayrı kodlayan siamese/üçlü ağ yapısıyla büyük 

koleksiyonlarda benzerlik aramasını uygulanabilir hâle getirmiştir (Reimers ve Gurevych, 2019). 

“Anlamsal yakınlık” evrensel değildir, modelin eğitim hedefi neyin benzer sayıldığını belirleyen 

durumdur. Aynı konuyu ele alan iki metnin karşılaştırılmasının, soru-yanıt eşleştirmesinin veya 

aynı kullanıcı amacının tespiti süreçlerinin birbirinden farklı görevler olduğu göz önünde 

bulundurulmalıdır. Buna uygun olarak model seçiminde hedeflenen arama türü ve dil desteği 

mutlaka dikkate alınmalıdır. 

8.2 Sözcüksel, Yoğun ve Hibrit Arama 

Sözcüksel arama sorgu ile belgeler arasındaki ortak kelimelerin kesişimine ve terim 

istatistiklerine dayanır. Sözcüksel arama yaklaşımların başında gelen BM25, terim sıklığı (term 

frequency) ile belge uzunluğunu dengeleyen güçlü ve geleneksel bir sıralama algoritmasıdır 

(Robertson ve Zaragoza, 2009). Özellikle programlama kodları, mevzuat madde numaraları, özel 

isimler veya nadir kullanılan teknik terimlerin aranmasında birebir sözcüksel eşleşme kritik bir 

öneme sahiptir. 

Yoğun anlamsal arama (dense semantic search) ise sorgu ve belgeleri yoğun gömme vektörlerine 

dönüştürerek vektör uzayındaki yakınlık ölçütlerine göre erişim sağlar. Bu yöntem eş anlamlı 

kelimeleri, kısaltmaları ve farklı ifade biçimlerini tespit etmede başarılı olsa da birebir örtüşme 

gerektiren kesin anahtar kelimeleri gözden kaçırabilmektedir. Hibrit arama yaklaşımı ise bu iki 

yöntemin ürettiği skorları birleştirerek her iki tekniğin güçlü yönlerinden yararlanmayı amaçlar.  

Tablo 10. Arama türleri  

 

8.3 Boyut ve Model Uyumu 

Bir gömme modelinin çıktı boyutu sabittir ve vektör veritabanı koleksiyonu bu boyutla 

oluşturulur. 384 boyutlu modelle kurulan koleksiyona 768 boyutlu vektör gönderilemez. Model 

değiştirilirse belgeler yeni modelle yeniden gömülmeli ve koleksiyon uygun boyutta yeniden 
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oluşturulmalı, model adı, revision, çıktı boyutu, normalizasyon ve sorgu/belge önekleri indeks 

metadata’sında saklanmalıdır. 

 

8.4 Benzerlik Ölçüleri ve Normalizasyon 

İki vektör arasındaki kosinüs benzerliği (cosine similarity), vektörler arasındaki açının kosinüs 

değerini temel alarak yönelim benzerliğini ölçer ve şu şekilde hesaplanır: 

cos(x, y) =
x ⋅ y

∥ x ∥!∥ y ∥!
 

Nokta çarpımı vektörlerin hem yönünden hem de büyüklüğünden (normundan) etkilenmektedir. 

Vektörler L2 normu kullanılarak birim uzunluğa normalize edildiğinde, nokta çarpımı ile kosinüs 

benzerliği (cosine similarity) matematiksel olarak eşdeğer hale gelir ve aynı sıralama sonuçlarını 

üretir. Öklid uzaklığı ise vektör uzayındaki noktalar arasındaki doğrusal mesafeyi ölçmektedir. 

Uygulamada tercih edilecek benzerlik veya uzaklık ölçütü, gömme modelinin eğitim sürecinde 

kullanılan ve model dokümantasyonunda önerilen benzerlik fonksiyonu ile uyumlu olmalıdır. 

 
Normalizasyonun indeks sırasında yapılıp sorguda unutulması veya tersinin gerçekleşmesi 

skorların yorumunu bozacağından işlem her iki tarafta tutarlı olmalıdır. 

8.5 Simetrik ve Asimetrik Arama 

Simetrik aramada sorgu ile koleksiyon öğeleri benzer uzunluk ve işlevdedir. Asimetrik aramada 

RAG da olduğu gibi kısa bir soru, yanıtı taşıyan daha uzun bir paragrafla eşleştirilir. 

Transformers kütüphanesinin güncel dokümantasyonunda, asimetrik arama görevleri için 

encode_query() ve encode_document() metotlarının kullanımı önerilmekte, model 

yapılandırmasında tanımlı bir istem (prompt) veya yönlendirme (routing) mekanizması 

bulunduğunda, bu metotların uygun kodlama sürecini otomatik olarak yürütebildiği 

belirtilmektedir (Sentence Transformers, t.y.-b). 
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Bazı modeller query: ve passage: gibi açık önekler ister. Bu önekler çevrilmemeli veya tahmin 

edilmemeli, model kartındaki biçim aynen uygulanmalıdır.  

8.6 Model Seçimi ve Yerel Doğrulama 

MTEB, gömme modellerini retrieval, sınıflandırma, kümeleme ve anlamsal benzerlik gibi çok 

sayıda görevde karşılaştıran geniş bir benchmark çerçevesidir (Muennighoff vd., 2023). Liderlik 

tabloları aday bulmayı kolaylaştırır ancak Türkçe ve kurum alanındaki gerçek sorguların yerini 

tutmaz. 

Yerel değerlendirme kümesi kullanıcı sorgusu, ilgili belge/parça kimlikleri ve gerektiğinde ilgi 

derecesi olmak üzere en az üç öğe içerir. Gerçek kullanıcı dili yazım hataları, kısaltmalar, farklı 

sözcükler ve olumsuz sorularla temsil edilmelidir. Aynı belgeden otomatik üretilen sorular yararlı 

bir başlangıç olsa da yalnızca sentetik sorularla değerlendirme sistemin gerçek kullanımını farklı 

sonuçlar olarak gösterebilir. 

8.7 Top-k, Eşik ve Yaklaşık En Yakın Komşu 

En-iyi-k (top-k) yaklaşımı, benzerlik skoru en yüksek olan ilk k aday belgeyi getirmektedir. k 

değerinin yüksek tutulması duyarlılığı artırabilse de üretici modele ilgisiz bağlam aktarılmasına 

yol açabilmektedir. Skor eşiği ise belirlenen sınırın altında kalan sonuçları elemektedir. Kosinüs 

(cosine) benzerlik skoru için genel geçer bir eşik değeri bulunmamakta, bu değerin kullanılan 

modele, veri yapısına ve sorgu dağılımına bağlı olarak bir doğrulama veri kümesi üzerinde 

optimize edilmesi gerekmektedir. 

Büyük ölçekli veri koleksiyonlarında tüm vektörlerle tam karşılaştırma yapmak hesaplama 

açısından oldukça maliyetlidir. Bu nedenle Yaklaşık En Yakın Komşu (Approximate Nearest 

Neighbor - ANN) dizinleri arama hızını artırmak adına kabul edilebilir düzeyde küçük bir 

doğruluk kaybını göze alır. Çok katmanlı yakınlık çizgesi yapısını temel alan HNSW, literatürde 

yaygın olarak kullanılan bir ANN yaklaşımıdır (Malkov ve Yashunin, 2020). Dizin parametreleri 
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duyarlılık, sorgu yanıt süresi, dizin oluşturma süresi ve bellek kullanımı arasında bir ödünleşim 

dengesi kurar.  

8.8 Metadata Filtreleme ve Yeniden Sıralama 

Metadata filtreleme, benzerlik araması öncesinde veya arama süreciyle eşzamanlı olarak 

uygulanmakta ve yalnızca erişim yetkisine sahip, geçerli belgelerin aday havuzuna dahil 

edilmesini sağlamaktadır. Program, yıl, belge türü, dil veya erişim düzeyi bazında uygulanan 

filtreler hem erişim doğruluğunu hem de sistem güvenliğini artırabilmektedir. Filtreleme 

işleminin hatalı veya eksik üstveriler üzerinden gerçekleştirilmesi, sorguyla doğrudan ilişkili 

belgelerin arama kapsamı dışında kalmasına yol açabilir.  

İki aşamalı retrieve-and-rerank deseninde hızlı bir bi-encoder geniş aday kümesi getirir daha 

pahalı bir cross-encoder sorgu–belge çiftlerini birlikte okuyarak yeniden sıralar. İki aşamalı bu 

desen her belgeyi cross-encoder ile puanlamanın yüksek maliyetini sınırlar ve karmaşık aramada 

kaliteyi artırabilir (Nogueira ve Cho, 2019; Sentence Transformers, t.y.-a). 

8.9 Retriever Ölçütleri 

Retriever ilgili belgelerin ne kadarının ilk k sonuçta bulunduğunu gösteren ölçüttür ve üreticiden 

bağımsız ölçülmelidir. 

Birden çok k değeri için Recall hesaplama 

 
k büyüdükçe Recall artabilir ancak üretici modele taşınan ilgisiz bağlam ve gecikme de 

artabileceği için Precision ve nDCG ile birlikte değerlendirilmelidir. 

• Precision@k: İlk k sonucun ne kadarının ilgili olduğu. 

• MRR: İlk ilgili sonucun sırasının tersinin ortalaması. 

• nDCG@k: Dereceli ilgi ve sıralama konumunu birlikte değerlendirir. 

Tek ilgili belgenin olduğu görevde Hit@k/Recall@k anlaşılırdır, birden çok destek belgesi 

gereken sorularda yalnız “birini buldu” ölçütü yetersiz kalabilir.  
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9. GETİRMEYLE ZENGİNLEŞTİRİLMİŞ ÜRETİM (RAG) MİMARİSİ 

9.1 RAG Nedir? 

RAG, kullanıcı sorgusuyla ilgili içeriği haricî bir kaynaktan getirip üretici modelin girdisine 

ekleyen mimaridir. Lewis vd. (2020), üretim modelini yoğun vektör indeksindeki parametrik 

olmayan bellekle birleştirmiştir. Yoğun geçit getirme yaklaşımı soru ve pasajları ayrı kodlayarak 

açık alan soru yanıtlamada ölçeklenebilir yoğun retrieval’ın temel örneklerinden birini sunmuştur 

(Karpukhin vd., 2020). RAG sistemleri için güncel uygulamalar belge alma, temizleme, 

parçalama, gömme, indeksleme, sorgu dönüştürme, getirme, yeniden sıralama, bağlam oluşturma, 

üretim, kaynak gösterme ve değerlendirme olmak üzere daha geniş bir sistem ailesini kapsar (Gao 

vd., 2023). 

RAG’ın amacı modele “her şeyi öğretmek” değil anında denetlenebilir kanıt sunmaktır. Bu yapı 

güncel bilginin indeks güncellenerek yenilenmesini, kuruma özgü belgelere erişimi ve kaynak 

görünürlüğünü kolaylaştırır. Getirilen parçanın bulunması yanıtın otomatik olarak doğru 

olacağını garanti etmez. Retriever yanlış kanıt getirebilir, model doğru parçayı göz ardı edebilir 

veya desteklenmeyen bir çıkarım yapabilir. 

9.2 RAG ve İnce Ayar 

Tablo 11. RAG ve ince ayar gereksinimleri 

 

9.3 İndeksleme Hattı 

Dizinleme (indeksleme), sorgulama aşamasından önce çevrimdışı veya artımlı olarak yürütülen 

bir veri hazırlama sürecidir ve aşağıdaki adımlardan oluşmaktadır: 

1. Kaynak Seçimi: Güvenilir ve güncel belgeler belirlenerek veri envanterine dahil edilir. 

2. Metin Çıkarımı (Text Extraction): PDF, HTML, DOCX formatındaki belgelerden veya 

veritabanlarından ham metin içeriği elde edilir. 

3. Veri Temizleme: Gezinme menüleri, tekrarlayan üstbilgiler, hatalı optik karakter tanıma 

(OCR) çıktıları ve metin dışı gereksiz öğeler ayıklanır. 

4. Metin Parçalama (Chunking): Belgeler, yapısal bütünlükleri ve modelin birim (token) 

sınırı (kapasitesi) gözetilerek anlamlı alt parçalara bölünür. 
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5. Üstveri (Metadata) Zenginleştirme: Her bir metin parçasına kaynak, sayfa/bölüm bilgisi, 

sürüm, tarih ve erişim yetkisi etiketleri eklenir. 

6. Vektörel Gömme (Embedding): Belge parçaları, seçilen gömme modeli ve uygun girdi 

şablonu kullanılarak yoğun vektör temsillerine kodlanır. 

7. Vektörel Dizinleme: Elde edilen gömme vektörleri ve ilişkili veri yükleri (payload), 

vektör veritabanına kaydedilir. 

8. Doğrulama ve Kalite Kontrol: Kayıt sayısı, vektör boyutu, boş metin kontrolü, tekil 

kimlik (ID) tekrarı ve örnek sorgu testleri gerçekleştirilerek dizin bütünlüğü doğrulanır. 

Her dizinleme işlemi sonunda izlenebilirlik adına kaynak sürümlerini, toplam parça sayısını, 

kullanılan model ve revizyon bilgisini, gömme boyutunu, normalizasyon durumunu, parçalama 

parametrelerini ve oluşturulma zamanını içeren bir yapılandırma bildirimi kayıt altına alınmalıdır.  

9.4 Sorgu Hattı 

Çalışma anındaki sorgu hattı; 

• kullanıcı sorusu ve yetkisinin alınması,  

• gerekirse konuşma bağlamından bağımsız arama sorgusu oluşturulması,  

• sorgunun modelin beklediği query biçimiyle gömülmesi,  

• metadata filtresi ve vektör/sözcüksel arama uygulanması,  

• adayların yeniden sıralanması ve eşik denetiminden geçirilmesi,  

• tekrarların azaltılarak token bütçesine uygun bağlam kurulması,  

• üretici modelin yalnız kanıta dayalı yanıt ve kaynak etiketleri üretmesi, 

• yanıt, kullanılan kaynaklar, süreler ve hata durumunun gözlemlenebilir biçimde 

kaydedilmesi bileşenlerinden oluşur. 

9.5 Parçalama, Metadata ve Güncellik 

Metin parçasının (chunk) aşırı büyük olması durumunda gömme modeli içeriğin bir kısmını 

kırpabilmekte ve tek bir vektör temsilinde birden çok farklı konu birbirine karışabilmektedir. 

Parçanın çok küçük tasarlanması ise yanıt için gereken bütünsel bağlamın farklı parçalara 

bölünmesine yol açar. 300 birimlik sabit parça boyutu ve 50 birimlik örtüşme (overlap) değerleri 

başlangıç denemeleri için birer referans olabilse de evrensel bir optimum niteliği taşımamaktadır. 

Belgeye duyarlı parçalama yaklaşımı başlık, paragraf, yasal mevzuat maddesi, soru-yanıt çifti ve 

tablo satırı gibi yapısal sınırları korumaktadır. Parçalar arası örtüşme (chunk overlap) sınır 

bölgelerindeki bilgi kaybını önleyebilirken dizin boyutunu ve aynı içeriğin tekrar edip artmasına 

da neden olabilir.  

Sistem güncelliğini korumak için her kaynağa ait sürüm ve tarih üstverileri (metadata) eksiksiz 

tutulmalı, yenilenen belgelerde eski parçalar sistemden silinmeli veya geçersiz olarak 

işaretlenmelidir.  
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9.6 Gelişmiş Getirme 

9.6.1 Sorgu Yeniden Yazma ve Genişletme 

Sohbet sorusu bağlama bağlıysa, bağımsız arama sorgusuna dönüştürülebilir. Çoklu sorgu 

yaklaşımı aynı niyetin birkaç ifadesini arayıp sonuçları birleştirir, böylece recall artar ancak 

yanlış genişletme konu sapması ve ek gecikme oluşabilir.  

9.6.2 Hibrit Arama 

Hibrit arama, BM25 gibi sözcüksel erişim skorları ile yoğun vektör benzerlik skorlarını 

bütünleştirmektedir. Bu birleştirme işleminde, Karşılıklı Sıralama Kaynaştırma (Reciprocal Rank 

Fusion - RRF) gibi sıralama tabanlı yöntemlerden yararlanabileceği gibi, doğrulama verileri 

üzerinden optimize edilmiş ağırlık katsayıları da kullanılabilmektedir. Özellikle yasal madde 

numaraları ile doğal dil sorularının bir arada bulunduğu kurumsal belgelerde hibrit arama en etkin 

erişim yaklaşımlarından biri olarak öne çıkmaktadır.  

9.6.3 Yeniden Sıralama 

Bi-encoder modeli, ilk aşamada hızlı bir şekilde geniş bir aday havuzu oluşturur, Cross-encoder 

ise sorgu ve aday metni eşzamanlı olarak işleyerek daha hassas bir ilgi (relevance) skoru üretir.  

Yeniden sıralama (reranking) işlemi yalnızca ilk N aday üzerinde gerçekleştirilmektedir böylece 

elde edilen doğruluk artışı, yüksek hesaplama maliyetiyle dengelenmiş olur. İlk aşamadaki bilgi 

erişim bileşeni ilgili belgeyi aday kümesine hiç dahil etmediği takdirde, yeniden sıralayıcı bu 

eksikliği telafi edemez. 

9.7 Kaynakla Temellendirme, Yanıt Vermekten Kaçınma ve Kaynak Gösterme 

Kaynakla temellendirme üretilen yanıtın getirilen kanıtlara dayandırılmasını hedefler, istemlerde 

"yalnızca bağlama dayan" talimatının yer alması tek başına tam bir güvenlik mekanizması teşkil 

etmez. Sistem, bağlamın hiç bulunmadığı, benzerlik skorunun belirlenen eşik değerinin altında 

kaldığı veya kaynaklar arasında çelişki olduğu durumlarda "bu bilgi sağlanan kaynaklarda 

bulunmuyor" şeklinde yanıt vermekten kaçınabilmelidir.  

Bilgi erişim ve üretim süreçlerinde kaynak gösterme performansı iki temel boyutta 

incelenmektedir: Atıf Doğruluğu ve Atıf Kapsamı. Atıf doğruluğu sunulan kaynağın metindeki 

iddiayı gerçekten destekleyip desteklemediğini ölçer. Atıf kapsamı kaynak gösterilmesi gereken 

kritik iddiaların ne kadarlık bir kısmının sağlanan belgelerle desteklendiğini değerlendirir. 
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Kaynak etiketi kapsamını basitçe ölçme 

 
Modelden serbest kaynak adı üretmesini istemek yerine bağlama [K1], [K2] gibi sistemin verdiği 

kimlikler eklenmelidir. Yanıt sonrası kullanılan kimliklerin gerçekten getirilen listede bulunduğu 

doğrulanmalıdır.  

9.8 Güvenlik ve Erişim Kontrolü 

RAG sistemleri, özel verileri dil modellerine entegre ettiği için yeni güvenlik açıklarını ve saldırı 

yüzeylerini beraberinde getirmektedir. Belge içerisindeki "önceki talimatları yok say" gibi kötü 

niyetli yönlendirmeler, dolaylı istem enjeksiyonu kategorisinde değerlendirilir. Harici belgeler 

komut veya talimat olarak değil, yalnızca işlenecek veri olarak değerlendirilmeli özellikle araç 

çağıran sistemlerde belgeden gelen metinlere yürütme yetkisi kesinlikle verilmemelidir. 

Erişim kontrolü yanıt üretildikten sonra değil, bilgi erişimi aşamasından önce uygulanmalıdır. 

Kullanıcının görmeye yetkili olmadığı bir metin parçası model bağlamına iletildiği takdirde, bu 

veri son yanıtta açıkça yer almasa bile veri gizliliği sınırı ihlal edilmiş olur. Bu nedenle vektör 

veritabanı filtrelemeleri, kullanıcı rolleri ve kaynak etiketleri üzerinden sunucu tarafında zorunlu 

kılınmalıdır. 

Sistem mimarisindeki diğer potansiyel riskler arasında hassas verilerin günlük kayıtlarına 

sızması, belge bağlantılarının yetkisiz kişilerle paylaşılması, eski veri sürümlerinin yanıtlanması, 

aşırı uzun sorgularla gerçekleştirilen hizmet reddi saldırıları ve bağımlılık tedarik zinciri 

zafiyetleri yer almaktadır. Bu tür risklerin bertaraf edilmesi için girdi uzunluğu sınırlandırılmalı, 

oran sınırlaması yapılmalı, içerik denetimi gerçekleştirlmeli, günlük minimizasyon ve bağımlılık 

taraması bütüncül bir yaklaşımla ele alınmalıdır.  

9.9 RAG Değerlendirmesi 

Tablo 12. RAG değerlendirmesi üç katmandaları 
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RAGAS referans yanıtın her zaman bulunmadığı durumlarda faithfulness ve answer relevance 

gibi boyutları otomatik değerlendirmeye yönelik bir çerçeve sunar (Es vd., 2024). Otomatik LLM 

değerlendiriciler yararlı olabilir, değerlendiren modelin önyargısı ve kararsızlığı nedeniyle insan 

değerlendirmesinin yerini bütünüyle tutmaz. Ölçütler açık rubrik, örneklem ve değerlendiriciler 

arası uyumla desteklenmelidir. Precision, recall ve F1, belge erişimi veya sınıflandırma için 

kullanılabilir.  

9.10 Hata Analizi 

Uçtan uca yalnızca "yanlış yanıt" etiketini kullanmak sistemdeki hataların kök nedenini (root 

cause) tespit etmek için yetersizdir. RAG mimarisindeki hatalar sırasıyla şu aşamalar takip 

edilerek ayrıştırılabilir. 

1. İlgili bilgi kaynak belgede yer almakta mıdır? 

2. Metin çıkarımı (extraction) ve parçalama (chunking) süreçleri doğru bir şekilde 

gerçekleştirilmiş midir? 

3. İlgili metin parçası top-k aday havuzuna dahil edilmiş midir? 

4. Yeniden sıralayıcı (reranker) ilgili parçayı korumuş ve üst sıralara taşıyabilmiş midir? 

5. İlgili parça, üretici modelin bağlam penceresine kırpılmadan (truncation olmaksızın) 

aktarılmış mıdır? 

6. Üretici model sunulan kanıtı etkin bir şekilde kullanmış mı, yoksa kanıtsız 

(desteklenmeyen) bir iddia mı üretmiştir? 

7. Oluşturulan atıf/kaynak etiketi, metindeki doğru iddia ile eşleşmekte midir? 

Bu tanı zinciri sistem performans sorunlarında otomatik olarak "daha büyük bir model 

kullanalım" refleksine başvurulmasının önüne geçer. Temel sorun hatalı OCR çıktıları veya 

eski/bozuk belge yapılarıysa model değiştirmek tek başına bir fayda sağlamaz. Benzer şekilde 

sorun üretici modelin istem talimatlarına uymaması ise, retriever ayarlarını değiştirmek sorunu 

çözemez.  
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10. HUGGING FACE İLE UÇTAN UCA RAG UYGULAMASI 

10.1 Mimari ve Tasarım Kararları 

Örnek uygulamanın bilgi akış mimarisi iki temel hatta ayrılmaktadır. Dizinleme hattı belgeleri 

okuyarak token sınırlarına göre parçalara ayırır, belge gömmelerini üretir ve bu verileri Qdrant 

veritabanına kaydeder. Sorgu hattı ise kullanıcı sorgusunu vektörleştirerek ilgili parçaları erişime 

sunar, kaynak etiketleriyle desteklenen bağlamı oluşturur ve yönlendirici/talimat tabanlı model 

aracılığıyla yanıt üretir. 

Bu işlevsel ayrım sistem bakımı ve sürdürülebilirlik açısından kritik öneme sahiptir. Sisteme yeni 

bir kullanıcı sorgusu geldiğinde belgelerin yeniden gömülmesi gereksizdir; benzer şekilde, bir 

belge güncellendiğinde üretici modelin değiştirilmesine ihtiyaç duyulmaz. Dolayısıyla her bir 

bileşenin girdisi, çıktısı ve sürüm bilgisi bağımsız olarak kayıt altına alınabilmektedir. 

Tablo 13. Bileşenler 

 
Model kimlikleri öğretim amacıyla varsayılan olarak verilmiştir; “en iyi” oldukları iddia edilmez. 

Model kartı, lisans, sağlayıcı desteği ve hedef veri üzerindeki başarı uygulama öncesinde yeniden 

doğrulanmalıdır. 
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Şekil 10.1. İndeksleme ve sorgu hatlarının ayrılması 

10.2 Proje Yapısı ve Kurulum 

Önerilen başlangıç yapısı şöyledir. 

 
requirements.txt dosyası ilk kurulumda paket adlarını içerebilir: 

 
Çalışan ortam doğrulandıktan sonra sürümler kilitlenmelidir. Kilitli dosya, model revision’ları ve 

indeks manifesti birlikte saklanmalıdır.  

 
.env.example gizli değer yerine değişken adlarını gösterir: 

 
Gerçek .env dosyası Git’e eklenmemeli, Space üzerinde HF_TOKEN Secrets alanına 

yazılmalıdır. 

10.3 Yapılandırma ve Ortak Nesneler 

rag_core.py dosyasının ilk bölümü ortam değişkenlerini okur. Gömme boyutu modelden dinamik 

alınır; 768 gibi sabit bir değer kodun farklı yerine tekrar yazılmaz. 



49 

 
QdrantClient(path=...) gömülü yerel moddur ve geliştirme için kolaydır. Aynı depolama yolunu 

birden çok süreçle açmak dosya kilidi sorunları oluşturabilir. Çok kullanıcılı veya çok süreçli 

dağıtımda Qdrant sunucusu çalıştırılıp istemci URL/API anahtarıyla bağlanmalıdır. 
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10.4 Belge Okuma ve Token Duyarlı Parçalama 

PDF metni sayfa bazında okunur; böylece kaynak gösteriminde sayfa numarası korunur. 

Taranmış görüntü PDF’lerinde metin boş olabilir; bu durumda OCR hattı gerekir ve OCR güven 

puanı metadata’ya eklenmelidir. 

 
Parçalama gömme modelinin tokenizerı ile yapılır. max_tokens=350 ve overlap=50 yalnız 

başlangıç değerleridir.  
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Dosya içeriği değiştiğinde hash tabanlı source_id de değişir. Üretim sisteminde ayrıca kalıcı 

belge kimliği, belge sürümü ve geçerlilik tarihi tutulmalıdır. Yalnız içerik hashi belge yaşam 

döngüsünü temsil etmeye yetmez. 

10.5 Qdrant Koleksiyonu ve İndeksleme 

Koleksiyonun vektör boyutu gömme modelinin çıktısıyla aynı olmalıdır. Qdrant güncel Python 

örnekleri koleksiyon oluşturmak için VectorParams, sorgulamak için query_points() kullanır; 
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koleksiyon yapılandırması uzaklık ölçütünü ve vektör boyutunu birlikte tanımlar (Qdrant, t.y.-a, 

t.y.-b). 

def ensure_collection() -> None: 

    if not qdrant.collection_exists(COLLECTION_NAME): 

        qdrant.create_collection( 

            collection_name=COLLECTION_NAME, 

            vectors_config=models.VectorParams( 

                size=VECTOR_SIZE, 

                distance=models.Distance.COSINE, 

            ), 

        ) 

        return 

 

    info = qdrant.get_collection(COLLECTION_NAME) 

    vectors = info.config.params.vectors 

    existing_size = getattr(vectors, "size", None) 

    if existing_size is not None and existing_size != VECTOR_SIZE: 

        raise RuntimeError( 

            f"Boyut uyuşmazlığı: koleksiyon={existing_size}, " 

            f"model={VECTOR_SIZE}. Yeni bir koleksiyon oluşturun." 

        ) 

 

 

def encode_documents(texts: list[str]): 

    prepared = [PASSAGE_PREFIX + text for text in texts] 

    return embedder.encode( 

        prepared, 

        normalize_embeddings=True, 

        show_progress_bar=False, 

    ) 

 

 

def stable_point_id(chunk: Chunk) -> str: 

    key = ( 

        f"{chunk.source_id}|{chunk.page}|" 
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        f"{chunk.position}|{chunk.text}" 

    ) 

    return str(uuid.uuid5(uuid.NAMESPACE_URL, key)) 

 

 

def upsert_chunks(chunks: list[Chunk]) -> None: 

    if not chunks: 

        return 

 

    ensure_collection() 

    vectors = encode_documents([chunk.text for chunk in chunks]) 

    points = [] 

 

    for chunk, vector in zip(chunks, vectors): 

        points.append( 

            models.PointStruct( 

                id=stable_point_id(chunk), 

                vector=vector.tolist(), 

                payload={ 

                    "source_id": chunk.source_id, 

                    "source_name": chunk.source_name, 

                    "page": chunk.page, 

                    "position": chunk.position, 

                    "text": chunk.text, 

                    "embed_model": EMBED_MODEL_ID, 

                }, 

            ) 

        ) 

 

    qdrant.upsert( 

        collection_name=COLLECTION_NAME, 

        points=points, 

        wait=True, 

    ) 
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Kararlı UUID, aynı parça yeniden işlendiğinde yinelenen kayıt üretme riskini azaltır. Ancak 

belge yeni sürümle değiştiğinde eski parçalar otomatik kaybolmaz. Güncelleme işlemi, kalıcı 

belge kimliğine göre eski sürüm parçalarını seçerek silmeli ve yeni parçaları tek bir kontrollü 

işlemle yazmalıdır. Koleksiyonun tamamını her uygulama başlangıcında silip yeniden oluşturmak 

veri kaybı ve hizmet kesintisi riski taşır. 

Bir klasörü indeksleme: 
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10.6 Getirme Fonksiyonu 

Sorgu E5 ailesinin beklediği query: biçimiyle gömülür. score_threshold isteğe bağlıdır; değer 

doğrulama kümesinde ayarlanmalıdır. 

 
Önceki Qdrant örneklerinde görülebilen search() yerine güncel belgelerdeki query_points() 

kullanılmıştır. .points sonucu boş olabileceği için result[0] gibi bir varsayım yapılmaz. Bu 

yaklaşım list index out of range türü hataları önler. 
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10.7 Retriever Testi 

Üretici model bağlanmadan önce örnek sorgular incelenmelidir. 

 
Testte yalnız ilk sonucun “makul görünmesi” yeterli değildir. Beklenen kaynak kimliği önceden 

etiketlenmeli ve farklı k değerleriyle Recall@k hesaplanmalıdır. Yanlış sonuçlarda önce belge 

varlığı, metin çıkarımı, parçalama ve önek biçimi denetlenir. 

10.8 Kaynak Etiketli Bağlam 

Üretici modelin uydurma kaynak adı yazmasını önlemek için getirilen her parçaya sistem 

tarafından kaynak kimliği verilir: 

 
Gerçek uygulamada bağlam bütçesi öğe sayısından çok üretici tokenizerının token sayısıyla 

yönetilmelidir. Aynı kaynağın örtüşen parçaları birleştirilebilir, yinelenen cümleler azaltılabilir ve 

reranker sırası korunabilir. 

10.9 Hugging Face ile Kaynaklı Yanıt Üretme 

InferenceClient güncel API’de sohbet tamamlama çağrısını ortak bir arayüzle sunar. Sağlayıcı ve 

model desteği zamanla değiştiği için model kimliği ortam değişkeninden alınır ve uygulama 

başlangıcında boş değer denetlenir (Hugging Face, t.y.-j). 
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Buradaki etiket doğrulaması, kaynağın iddiayı gerçekten desteklediğini ölçmez; yalnız 

uydurulmuş kimlikleri yakalar. Atıf doğruluğu için cümle–kaynak çiftleri ayrıca 

değerlendirilmelidir. 
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10.10 Uçtan Uca Soru Yanıtlama 

 
score_threshold=None varsayılanı bilinçlidir. Rastgele seçilmiş bir eşik, sistemin bütün sorularda 

kanıt yokmuş gibi davranmasına veya zayıf kanıtı kabul etmesine yol açabilir. Eşik, etiketli sorgu 

kümesinde precision–recall dengesi ve güvenli kaçınma oranıyla belirlenmelidir. 

10.11 Değerlendirme ve Hata Ayıklama 

Basit bir değerlendirme kaydı; sorgu, beklenen kaynak kimlikleri ve isteğe bağlı referans yanıt 

içerir: 

 
Bu örnek belge düzeyinde ölçer; parça düzeyindeki ayrıntılı değerlendirmede source_id + page + 

position kullanılabilir. Üretim değerlendirmesi aynı getirme sonuçları sabitlenerek yürütülür. 

Böylece model değişikliğinin etkisi retriever değişikliğiyle karışmaz. 

Tablo 14. Tanılama tablosu 
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10.12 Gradio Arayüzü ve Spaces 

app.py, çekirdek işlevi basit bir sohbet arayüzüne bağlar: 

 
Kullanıcıya ham istisna mesajı gösterilmemesi güvenlik açısından bilinçli bir tercihtir. Ayrıntı 

sunucu logunda hassas veri içermeyecek biçimde kaydedilmelidir. Sohbet geçmişi kullanılacaksa 

her kullanıcı için oturum ayrımı yapılmalı, geçmişin tamamı otomatik olarak sorgu veya üretim 

bağlamına eklenmemelidir. 

Space deposunun README.md başındaki temel metadata şöyle olabilir: 

 
HF_TOKEN ve diğer gizli değerler Space Settings → Secrets alanında tanımlanır. Yerel Qdrant 

dizininin kalıcılığı Space disk yapılandırmasına bağlıdır. Yeniden derlemede indeks kaybı kabul 
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edilemiyorsa kalıcı depolama veya ayrı Qdrant sunucusu kullanılmalıdır. Düşük trafikli Space’in 

uyku/soğuk başlatma davranışı ilk yanıt süresini etkileyebilir. Gecikme uygulama, gömme, arama 

ve üretim aşamalarına bölünerek ölçülmelidir. 

 
Şekil 10.2. Gradio uygulamasının bir Space olarak yayımlanması 

10.13 Güncelleme, Güvenlik ve İşletim 

Üretim sürümünde aşağıdaki geliştirmeler yapılmalıdır: 

• Belge kayıt tablosunda kalıcı kimlik, sürüm, hash ve geçerlilik durumu tutulur. 

• Yeni indeks önce ayrı koleksiyon/alias üzerinde doğrulanır; sonra atomik geçiş yapılır. 

• Kullanıcının rolü, Qdrant metadata filtresine sunucu tarafında eklenir. 

• Belge kaynaklı istem enjeksiyonuna karşı kaynak içeriği veri olarak sınırlandırılır. 

• Sorgu, getirme ve üretim süreleri ayrı ölçülür; token ve hata sayıları izlenir. 

• Loglar kişisel veri ve tam belge içeriği bakımından minimize edilir. 

• Oran sınırı, zaman aşımı, geri çekilme ve devre kesici uygulanır. 

• Bağımlılık, model ve veri revision’ları sürüm manifestinde tutulur. 

Model API çağrısı başarısız olduğunda aynı isteği sınırsız yeniden denemek kapasite sorununu 

büyütür. Yalnız geçici hatalarda sınırlı sayıda, artan beklemeli ve jitter içeren yeniden deneme 

yapılmalıdır. 401/403 gibi kimlik/yetki hataları otomatik yeniden denemeyle düzelmez. 



61 

KAYNAKÇA 

Ait, A., Izquierdo, J., & Cabot, J. (2023). HFCommunity: A tool to analyze the Hugging Face Hub community. 

In 2023 IEEE International Conference on Software Analysis, Evolution and Reengineering (SANER)  

Ait, A., Izquierdo, J., & Cabot, J. (2024). HFCommunity: An extraction process and relational database to 

analyze Hugging Face Hub data. Science of Computer Programming Ait2024. 

Ajibode, A., Bangash, A. A., Côgo, F. R., Adams, B., & Hassan, A. E. (2024). Towards semantic versioning of 

open pre-trained language model releases on hugging face. Empirical Software Engineering 

Basdevant, A., François, C., Storchan, V., Bankston, K., Bdeir, A., Behlendorf, B., Debbah, M., Kapoor, S., 

LeCun, Y., Surman, M., King-Turvey, H., Lambert, N., Maffulli, S., Marda, N., Shivkumar, G., & Tunney, 

J. (2024). Towards a framework for openness in foundation models: Proceedings from the Columbia 

convening on openness in artificial intelligence. arXiv. 

Chang, E., Paltenghi, M., Li, Y., Lin, P. J., Zhao, C., Huber, P., ... & Chandra, V. (2024). Scaling parameter-

constrained language models with quality data. In Proceedings of the 2024 Conference on Empirical 

Methods in Natural Language Processing: Industry Track (pp. 80-97). 

Chowdhery, A., Narang, S., Devlin, J., Bosma, M., Mishra, G., Roberts, A., Barham, P., Chung, H. W., Sutton, 

C., Gehrmann, S., Schuh, P., Tsvyashchenko, S., Maynez, J., Rao, A., Barnes, P., Tay, Y., Shazeer, N., 

Prabhakaran, V., Reif, E., ... Fiedel, N. (2022). PaLM: Scaling language modeling with Pathways. arXiv. 

Dettmers, T., Pagnoni, A., Holtzman, A., & Zettlemoyer, L. (2023). QLoRA: Efficient finetuning of quantized 

LLMs. Advances in Neural Information Processing Systems, 36, 10088–10115. 

https://arxiv.org/abs/2305.14314 

Es, S., James, J., Espinosa-Anke, L., & Schockaert, S. (2024). RAGAS: Automated evaluation of retrieval 

augmented generation. In Proceedings of the 18th Conference of the European Chapter of the Association 

for Computational Linguistics: System Demonstrations (pp. 150–158). Association for Computational 

Linguistics. https://doi.org/10.18653/v1/2024.eacl-demo.16 

Fiotto-Kaufman, J., Loftus, A. R., Todd, E., Brinkmann, J., Pal, K., Troitskii, D., Ripa, M., Belfki, A., Rager, 

C., Juang, C., Mueller, A., Marks, S., Sharma, A. S., Lucchetti, F., Prakash, N., Brodley, C. E., Guha, A., 

Bell, J., Wallace, B. C., & Bau, D. (2024). NNsight and NDIF: Democratizing access to open-weight 

foundation model internals. 

Gao, Y., Xiong, Y., Gao, X., Jia, K., Pan, J., Bi, Y., Dai, Y., Sun, J., Wang, H., & Wang, H. (2023). Retrieval-

augmented generation for large language models: A survey. arXiv. https://arxiv.org/abs/2312.10997 

Gebru, T., Morgenstern, J., Vecchione, B., Vaughan, J. W., Wallach, H., Daumé III, H., & Crawford, K. 

(2021). Datasheets for datasets. Communications of the ACM, 64(12), 86–92. 

https://doi.org/10.1145/3458723 

Hugging Face. (t.y.-a). Command line interface (CLI). Erişim 8 Eylül 2026, 

https://huggingface.co/docs/huggingface_hub/en/guides/cli 

Hugging Face. (t.y.-b). Create a dataset card. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/datasets/en/dataset_card 

Hugging Face. (t.y.-c). Datasets documentation. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/datasets/en/index 



62 

Hugging Face. (t.y.-d). Datasets: Process. Erişim 8 Eylül 2026, https://huggingface.co/docs/datasets/en/process 

Hugging Face. (t.y.-e). Datasets: Stream. Erişim 8 Eylül 2026, https://huggingface.co/docs/datasets/en/stream 

Hugging Face. (t.y.-f). Hugging Face Hub documentation. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/hub/en/index 

Hugging Face. (t.y.-g). Jobs overview. Erişim 18 Eylül 2026, https://huggingface.co/docs/hub/jobs-overview 

Hugging Face. (t.y.-h). Model cards. Erişim 8 Eylül 2026, https://huggingface.co/docs/hub/en/model-cards 

Hugging Face. (t.y.-i). Repositories. Erişim 8 Eylül 2026, https://huggingface.co/docs/hub/en/repositories 

Hugging Face. (t.y.-j). Run inference on servers. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/huggingface_hub/en/guides/inference 

Hugging Face. (t.y.-k). Storage Buckets. Erişim 18 Eylül 2026, https://huggingface.co/docs/hub/storage-

buckets 

Hugging Face. (t.y.-l). Tokenizers: Components. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/tokenizers/en/components 

Hugging Face. (t.y.-m). Transformers: Chat templates. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/transformers/main/en/chat_templating 

Hugging Face. (t.y.-n). Transformers documentation. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/transformers/main/en/index 

Hugging Face. (t.y.-o). Transformers: Generation strategies. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/transformers/main/en/generation_strategies 

Hugging Face. (t.y.-p). Transformers: Quantization overview. Erişim 8 Eylül 2026, 

https://huggingface.co/docs/transformers/main/en/quantization/overview 

Hugging Face. (t.y.-q). Xet: Our storage backend. Erişim 18 Eylül 2026, 

https://huggingface.co/docs/hub/en/xet/index 

Hussain, Z., Binz, M., Rui, M.-T., & Wulff, D. U. (2024). A tutorial on open-source large language models for 

behavioral science. Behavior Research Methods 

Janiesch, C., Zschech, P. & Heinrich, K. Machine learning and deep learning. Electron Markets 31, 685–695 

(2021). https://doi.org/10.1007/s12525-021-00475-2 

Jiang, W.-X., Synovic, N. M., Hyatt, M., Schorlemmer, T. R., Sethi, R., Lu, Y.-H., Thiruvathukal, G., & Davis, 

J. C. (2023). An empirical study of pre-trained model reuse in the Hugging Face deep learning model 

registry. In 2023 IEEE/ACM 45th International Conference on Software Engineering (ICSE) 

Jutel, M., Zemelka-Wiacek, M., Ordak, M., Pfaar, O., Eiwegger, T., Rechenmacher, M. and Akdis, C.A. 

(2023), The artificial intelligence (AI) revolution: How important for scientific work and its reliable 

sharing. Allergy, 78: 2085-2088. https://doi.org/10.1111/all.15778 

Karpukhin, V., Oguz, B., Min, S., Lewis, P., Wu, L., Edunov, S., Chen, D., & Yih, W.-T. (2020). Dense 

passage retrieval for open-domain question answering. In Proceedings of EMNLP 2020 (pp. 6769–6781). 

Association for Computational Linguistics. https://doi.org/10.18653/v1/2020.emnlp-main.550 

Kudo, T., & Richardson, J. (2018). SentencePiece: A simple and language independent subword tokenizer and 

detokenizer for neural text processing. In Proceedings of EMNLP 2018: System Demonstrations (pp. 66–

71). Association for Computational Linguistics. https://doi.org/10.18653/v1/D18-2012 

https://doi.org/10.1007/s12525-021-00475-2
https://doi.org/10.1111/all.15778


63 

Lewis, P., Perez, E., Piktus, A., Petroni, F., Karpukhin, V., Goyal, N., Küttler, H., Lewis, M., Yih, W.-T., 

Rocktäschel, T., Riedel, S., & Kiela, D. (2020). Retrieval-augmented generation for knowledge-intensive 

NLP tasks. Advances in Neural Information Processing Systems, 33, 9459–9474. 

https://arxiv.org/abs/2005.11401 

Liesenfeld, A., & Dingemanse, M. (2024). Rethinking open source generative AI: Open-washing and the EU AI 

Act. In Proceedings of the 2024 ACM Conference on Fairness, Accountability, and Transparency. 

Liu, N. F., Lin, K., Hewitt, J., Paranjape, A., Bevilacqua, M., Petroni, F., & Liang, P. (2024). Lost in the 

middle: How language models use long contexts. Transactions of the Association for Computational 

Linguistics, 12, 157–173. https://doi.org/10.1162/tacl_a_00638 

Malkov, Y. A., & Yashunin, D. A. (2020). Efficient and robust approximate nearest neighbor search using 

hierarchical navigable small world graphs. IEEE Transactions on Pattern Analysis and Machine 

Intelligence, 42(4), 824–836. https://doi.org/10.1109/TPAMI.2018.2889473 

Mitchell, M., Wu, S., Zaldivar, A., Barnes, P., Vasserman, L., Hutchinson, B., Spitzer, E., Raji, I. D., & Gebru, 

T. (2019). Model cards for model reporting. In Proceedings of the Conference on Fairness, Accountability, 

and Transparency (pp. 220–229). ACM. https://doi.org/10.1145/3287560.3287596 

Muennighoff, N., Tazi, N., Magne, L., & Reimers, N. (2023). MTEB: Massive text embedding benchmark. In 

Proceedings of EACL 2023 (pp. 2014–2037). Association for Computational Linguistics. 

https://doi.org/10.18653/v1/2023.eacl-main.148 

Nogueira, R., & Cho, K. (2019). Passage re-ranking with BERT. arXiv. https://arxiv.org/abs/1901.04085 

Open Source Initiative. (2024). The Open Source AI Definition—1.0. https://opensource.org/ai/open-source-ai-

definition 

Ouyang, L., Wu, J., Jiang, X., Almeida, D., Wainwright, C., Mishkin, P., ... & Lowe, R. (2022). Training 

language models to follow instructions with human feedback. Advances in neural information processing 

systems, 35, 27730-27744. 

Qdrant. (t.y.-a). Collections. Erişim 8 Eylül 2026, https://qdrant.tech/documentation/manage-data/collections/ 

Qdrant. (t.y.-b). Local quickstart. Erişim 8 Eylül 2026, https://qdrant.tech/documentation/quickstart/ 

Raffel, C. A., Shazeer, N., Roberts, A., Lee, K., Narang, S., Matena, M., Zhou, Y.-Q., Li, W., & Liu, P. J. 

(2019). Exploring the limits of transfer learning with a unified text-to-text transformer. Journal of Machine 

Learning Research 

Rahali, A., & Akhloufi, M. A. (2023). End-to-End Transformer-Based Models in Textual-Based NLP. AI, 4(1), 

54-110. https://doi.org/10.3390/ai4010004 

Reimers, N., & Gurevych, I. (2019). Sentence-BERT: Sentence embeddings using Siamese BERT-networks. In 

Proceedings of EMNLP-IJCNLP 2019 (pp. 3982–3992). Association for Computational Linguistics. 

https://doi.org/10.18653/v1/D19-1410 

Robertson, S., & Zaragoza, H. (2009). The probabilistic relevance framework: BM25 and beyond. Foundations 

and Trends in Information Retrieval, 3(4), 333–389. https://doi.org/10.1561/1500000019 

Sennrich, R., Haddow, B., & Birch, A. (2016). Neural machine translation of rare words with subword units. In 

Proceedings of ACL 2016 (pp. 1715–1725). Association for Computational Linguistics. 

https://doi.org/10.18653/v1/P16-1162 

https://doi.org/10.3390/ai4010004


64 

Sentence Transformers. (t.y.-a). Retrieve & re-rank. Erişim 8 Eylül 2026, 

https://www.sbert.net/examples/sentence_transformer/applications/retrieve_rerank/README.html 

Sentence Transformers. (t.y.-b). Semantic search. Erişim 8 Eylül 2026, 

https://www.sbert.net/examples/sentence_transformer/applications/semantic-search/README.html 

Sentence Transformers. (t.y.-c). SentenceTransformer API. Erişim 8 Eylül 2026, 

https://www.sbert.net/docs/package_reference/sentence_transformer/model.html 

Tayachi, C., Dridi, O., Barkaoui, M., & Fathallah, H. (2026). Exploring open-weight foundation models: A 

systematic review from transformers to multimodal AI. In 2026 6th Middle East and North Africa 

Communications Conference (MENACOMM) 

Vaswani, A., Shazeer, N., Parmar, N., Uszkoreit, J., Jones, L., Gomez, A. N., Kaiser, Ł., & Polosukhin, I. 

(2017). Attention is all you need. Advances in Neural Information Processing Systems, 30. 

https://arxiv.org/abs/1706.03762 

Wang, X., Cui, Y., Wang, J., Zhang, F., Wang, Y., Zhang, X., Luo, Z., Sun, Q., Li, Z., Wang, Y.-Q., Yu, Q., 

Zhao, Y.-L., Ao, Y.-L., Min, X., Men, C.-L., Wu, B.-Y., Zhao, B., Zhang, B., Wang, L.-Z., ... Huang, T. 

(2026). Multimodal learning with next-token prediction for large multimodal models. Nature. 

White, M., Haddad, I., Osborne, C., Liu, X.-Y., Abdelmonsef, A., Varghese, S., & Le Hors, A. L. (2024). The 

model openness framework: Promoting completeness and openness for reproducibility, transparency, and 

usability in artificial intelligence. 

Wolf, T., Debut, L., Sanh, V., Chaumond, J., Delangue, C., Moi, A., Cistac, P., Rault, T., Louf, R., Funtowicz, 

M., Davison, J., Shleifer, S., von Platen, P., Ma, C., Jernite, Y., Plu, J., Xu, C., Le Scao, T., Gugger, S., … 

Rush, A. M. (2020). Transformers: State-of-the-art natural language processing. In Proceedings of EMNLP 

2020: System Demonstrations (pp. 38–45). Association for Computational Linguistics. 

https://doi.org/10.18653/v1/2020.emnlp-demos.6. 

Wolfe, R., Slaughter, I., Han, B., Wen, B.-B., Yang, Y.-W., Rosenblatt, L., Herman, B., Brown, E. M., Qu, Z., 

Weber, N., & Howe, B. (2024). Laboratory-scale AI: Open-weight models are competitive with ChatGPT 

even in low-resource settings. In Proceedings of the 2024 ACM Conference on Fairness, Accountability, 

and Transparency. 

 

https://doi.org/10.18653/v1/2020.emnlp-demos.6

